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Resumen

El presente proyecto desarrolla TalentAl, un sistema de recomendacion inteligente
basado en Machine Learning para la orientacion vocacional de estudiantes de grado 10° y
11° de instituciones educativas de Bogota D.C. en la eleccidn de programas de educacion
superior. La investigacion responde a la problematica de la desercién educativa en el primer
afio de estudios superiores en Colombia, la cual, segun el Laboratorio de Economia de la
Educacion (LEE, 2023), alcanz6 un 45,4% en programas universitarios y un 48,2% en
programas tecnoldgicos. A esto se suma que, en Bogota, la tasa de jovenes que ni estudian
ni trabajan (NINIs) oscila entre el 19% y el 22%, y que mas del 60% de los estudiantes de
grado 11 no reciben una orientacién vocacional estructurada. Estas cifras evidencian la
magnitud del problema y justifican la necesidad de un sistema que optimice la toma de
decisiones académicas.

La metodologia implementada combina un enfoque mixto, con andlisis cuantitativo
mediante la evaluacion comparativa de cinco algoritmos de Machine Learning: K-Nearest
Neighbors (KNN), Redes Neuronales, Random Forest, XGBoost y Regresidn Logistica. Se
entrenaron los modelos con 20.000 registros sintéticos de estudiantes, caracterizados por 13
variables predictoras (5 puntajes ICFES y 8 dimensiones de competencias), para predecir 30
areas de conocimiento. Los datos de programas educativos fueron obtenidos del Sistema
Nacional de Informacién de la Educacion Superior (SNIES) y del SENA, identificando
46.900 programas a nivel nacional y filtrando 5.138 correspondientes a Bogota D.C.,
mediante scripts automatizados de extraccion y limpieza de datos.

Como resultado, los modelos KNN y Redes Neuronales fueron seleccionados para su

implementacion en la plataforma, al evidenciar el mejor equilibrio entre precision y



eficiencia computacional frente a las demas alternativas evaluadas. En las pruebas
realizadas, el modelo KNN obtuvo un accuracy de 0.660 y un F1-Score Macro de 0.626 con
un tiempo de ejecucion de 9.1 segundos, destacandose por su rapidez y consistencia;
mientras que la Red Neuronal alcanzé un accuracy de 0.666 y un F1-Score Macro de 0.583
en 40.9 segundos, consolidandose como el de mayor capacidad predictiva. El sistema
desarrollado incluye un formulario de evaluacion de 100 competencias agrupadas en 8
dimensiones, una interfaz web intuitiva para la interaccion con estudiantes y un motor de
recomendacion que sugiere programas educativos personalizados en funcién del perfil
multidimensional del estudiante.

Palabras clave: Machine Learning, orientacion, neuronales, educacion, vocacional.



Abstract

This project presents TalentAl, an intelligent recommendation system based on
Machine Learning for vocational guidance of 10th and 11th grade students in Bogota D.C.,
aimed at supporting the decision-making process when choosing higher education programs.
The research addresses the problem of student dropout during the first year of higher
education in Colombia, which, according to the Laboratorio de Economia de la Educacion
(LEE, 2023), reached 45.4% in university programs and 48.2% in technological programs.
In Bogota, this challenge is compounded by the fact that between 19% and 22% of young
people are classified as NEETs (Not in Education, Employment, or Training), and more than
60% of high school seniors do not receive structured vocational guidance.

The methodology combines a mixed approach, with quantitative analysis through the
comparative evaluation of five Machine Learning algorithms: K-Nearest Neighbors (KNN),
Neural Networks, Random Forest, XGBoost, and Logistic Regression. The models were
trained with 20,000 synthetic student records characterized by thirteen predictive variables
(5 ICFES test scores and eight competency dimensions) to predict thirty knowledge areas.
Academic program data were obtained from the National Higher Education Information
System (SNIES) and SENA, identifying 46.900 programs nationwide and filtering 2,281
corresponding to Bogota D.C., through automated data extraction and cleaning scripts.

The experimental results demonstrated that KNN achieved an accuracy of 0.666 and
a weighted F1-macro of 0.626 with an execution time of 9.1 seconds, while Neural
Networks reached the highest accuracy of 0.666 and a weighted F1-macro of 0.583 in 40.5
seconds, thus evidencing the best balance between predictive performance and

computational efficiency. Consequently, these two models were selected for implementation



in the final platform, which integrates an assessment form of 100 competencies organized in
8 dimensions, an intuitive web interface for student interaction, and a recommendation
engine that suggests personalized academic programs according to each student’s
multidimensional profile. This work contributes to bridging the gap in vocational orientation
tools in Latin America, offering a scalable, data-driven solution for educational decision-
making.

Keywords: Machine Learning, orientation, neural, education, vocational.
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Introduccion

La eleccion de un programa académico en la educacién media constituye un punto de
inflexion en la trayectoria personal y profesional de los estudiantes. Sin embargo, en
Colombia este proceso enfrenta multiples limitaciones, como la ausencia de orientacion
vocacional estructurada, la falta de informacion sobre la oferta educativa y las brechas entre
las aspiraciones juveniles y las demandas del mercado laboral (Laboratorio de Economia de
la Educacién [LEE], 2023; Rodriguez, 2022). Estas dificultades se reflejan en tasas de
desercidn universitaria superiores al 45% durante el primer afio y en el aumento del nimero
de jovenes que ni estudian ni trabajan (NINIs), fendmeno que afecta entre el 19% y 22% de
la poblacién juvenil en Bogota (LEE, 2024; Secretaria de Educacién de Bogota, 2023).

En este escenario, las tecnologias de la informacién y, en particular, la inteligencia
artificial (1A) y el aprendizaje automatico (Machine Learning), representan oportunidades
clave para transformar los procesos de orientacidon vocacional. Diversas investigaciones han
mostrado que los sistemas de recomendacion basados en 1A permiten personalizar las
sugerencias educativas de acuerdo con intereses, competencias y valores de cada estudiante,
mejorando asi la pertinencia de las decisiones académicas (Smith & Johnson, 2018; Singh &
Dhir, 2021; Jamieson & O’Mara, 2022). Ademas, la literatura evidencia que la integracion
de tecnologias inteligentes en la orientacion educativa no solo incrementa la satisfaccién
estudiantil, sino que también contribuye a reducir la desercion en los primeros semestres
(Tinto, 2017; Bennett, 2018; Kift, 2018).

No obstante, en Colombia los avances en esta materia siguen siendo incipientes.
Estudios recientes destacan que mas del 60% de los estudiantes de grado 11 carecen de un

acompafiamiento vocacional estructurado, lo que limita la eleccién informada de programas
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académicos (Roa, 2023; Morinson, 2020). Si bien existen iniciativas como el programa
“Reto a la U” (Rodriguez Cardozo, 2022), y politicas publicas como “Jovenes ala U” y
“Matricula Cero” promovidas por la Alcaldia de Bogota y el Gobierno Nacional, que han
ampliado el acceso a la educacion superior o la oferta educativa del SENA.

Estas iniciativas aun no resuelven de fondo la falta de acompafiamiento vocacional
informado porgue adn no cuentan con herramientas tecnologicas avanzadas que integren
analitica de datos y modelos predictivos (SENA, 2023; Ministerio de Educacion Nacional de
Colombia, 2024). Esto evidencia una brecha significativa entre el potencial de la
inteligencia artificial y las necesidades reales de los jovenes al momento de tomar decisiones
criticas sobre su futuro.

Con el fin de atender esta problematica, el presente proyecto propone el disefio e
implementacion de TalentAl, un sistema de recomendacién vocacional basado en Machine
Learning, orientado a estudiantes de grado 10° y 11° de instituciones educativas de Bogota.
Para ello, se entrenaron y evaluaron cinco modelos de clasificacion Redes Neuronales, K-
Nearest Neighbors (KNN), Random Forest, XGBoost y Regresién Logistica utilizando un
dataset sintético de 20.000 registros de estudiantes con 13 variables predictoras, ademas de
informacion sobre 46.900 programas académicos registrados en Colombia y 5.138 filtrado
especificamente para Bogotéa a partir de datos del SNIES y el SENA. Tras el analisis
comparativo, los modelos KNN y Redes Neuronales fueron seleccionados por su mejor
balance entre rendimiento predictivo y eficiencia computacional, alcanzando métricas de
accuracy cercanas al 66% y F1-Score ponderado superiores a 0.65, con tiempos de

entrenamiento adecuados para un sistema en produccién.
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Descripcion del Problema

La transicion de la educacion media a la educacién superior en Colombia enfrenta
multiples desafios relacionados con la desercion temprana, la falta de orientacién vocacional y la
escasa alineacion entre los intereses del estudiante y la oferta académica disponible. Segun el
Laboratorio de Economia de la Educacion (LEE, 2023), cerca del 45,4% de los estudiantes de
programas universitarios y el 48,2% de los programas tecnoldgicos abandonan sus estudios
durante el primer afio, lo que representa un impacto significativo en la inversién familiar,
institucional y social. A esta problematica se suma que, en Bogotd, entre el 19% y el 22% de los
jovenes son clasificados como NINIs (ni estudian ni trabajan), de los cuales el 67% son mujeres
(LEE, 2024; Rodriguez, 2022). Estos datos evidencian que la orientacion vocacional insuficiente
constituye un factor determinante en la construccion de trayectorias educativas inestables y en la

pérdida de capital humano.
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Planteamiento del Problema

La eleccion de un programa de educacion superior constituye una de las decisiones
mas relevantes en la trayectoria académica de los estudiantes de bachillerato en Colombia.
Esta decision, que idealmente deberia fundamentarse en una evaluacion objetiva de
intereses, competencias y oportunidades, se ve afectada por la ausencia de mecanismos
efectivos de orientacion vocacional personalizada y por la limitada disponibilidad de
informacion actualizada sobre la oferta educativa y el mercado laboral.

Estudios recientes (Roa, 2023; Laboratorio de Economia de la Educacion, 2022)
evidencian que mas del 60 % de los estudiantes de grado 11 en Bogota no recibe orientacion
vocacional estructurada, lo cual limita su capacidad de tomar decisiones informadas y eleva
los niveles de desercion en la educacion superior. Esta falta de acompafiamiento no solo
impacta la continuidad académica, sino que también contribuye al aumento de jévenes en
condicién NINI (ni estudian ni trabajan), fendmeno que afecta aproximadamente al 26 % de
la poblacion entre 14 y 28 afios en Colombia, es decir, 3.2 millones de personas, de las
cuales el 67 % son mujeres (DANE, 2023; GEIH, 2021). En Bogota, aunque la tasa de
NINIs es menor (19 %22 %), continda siendo un indicador preocupante.

Si bien programas y politicas como “Reto a la U”, “Jovenes a la U” o “Matricula
Cero” han ampliado las oportunidades de acceso a la educacion superior (Rodriguez
Cardozo, 2022; Secretaria de Educacion de Bogota, 2023), estos esfuerzos no resuelven la
raiz del problema: la falta de criterios claros y fundamentados para elegir un programa
académico pertinente. Incluso iniciativas del SENA, que ofrece programas técnicos y

tecnologicos gratuitos, se ven limitadas por la ausencia de herramientas que permitan a los
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jovenes contrastar sus intereses con la pertinencia laboral de las diferentes opciones (SENA,
2023).

La orientacion vocacional tradicional no logra responder con agilidad a los cambios
del mercado ni a la emergencia de nuevas areas profesionales. La dispersion y
desactualizacion de la informacion coloca a los estudiantes en una situacion vulnerable, en
la que se enfrentan dos escenarios adversos: (i) abandonar sus estudios al no sentirse
identificados con el programa elegido, o (ii) egresar con un perfil académico que no se
ajusta a las necesidades del mercado laboral. Ambos casos representan una pérdida
significativa de capital humano y limitan el desarrollo social y econémico del pais.

De acuerdo con el Laboratorio de Economia de la Educacion (2023), la tasa de
desercién en programas universitarios alcanza el 45,4 % durante el primer afio, y en
programas tecnoldgicos llega al 48,2 %. Estos datos, sumados a la falta de acompafiamiento
vocacional estructurado, demuestran la magnitud de la problematica y justifican la
necesidad de disefiar soluciones tecnoldgicas innovadoras que faciliten la toma de
decisiones académicas fundamentadas.

En este escenario, surge la necesidad de desarrollar un sistema que, a partir de datos
cuantitativos sobre competencias y resultados académicos, utilice algoritmos de Machine
Learning para ofrecer recomendaciones personalizadas sobre programas técnicos,
tecnologicos y profesionales. El proyecto busca orientar a los estudiantes de manera precisa,
oportuna y contextualizada, contribuyendo a reducir los indices de desercion y la
desinformacién académica, asi como a fortalecer el vinculo entre educacién y empleabilidad

juvenil.
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Pregunta de Investigacion

¢ Como puede un sistema de recomendacién basado en Machine Learning,
implementado con modelos de Redes Neuronales y K-Nearest Neighbors, contribuir a
mejorar la orientacion vocacional de los estudiantes de grado 10° y 11° en Bogota y, con

ello, reducir los niveles de desercion y desinformacién académica en la educacion superior?



21

Sistematizacion del Problema

Derivado de la pregunta central de investigacion, se plantean los siguientes
interrogantes especificos:

¢ Cuales son los principales factores que explican la desercion y la desinformacion
vocacional en los estudiantes de educacion media en Bogota?

¢ Qué variables académicas, socioeconémicas y de competencias individuales resultan
mas relevantes para predecir afinidad hacia un area del conocimiento?

¢ Qué técnicas de Machine Learning (como Redes Neuronales y K-Nearest Neighbors)
presentan un mejor desempefio en términos de precision, confiabilidad y escalabilidad para la
recomendacion vocacional?

¢ Como puede disefiarse una interfaz web accesible e intuitiva que permita a los
estudiantes interactuar con el sistema y comprender de manera clara las recomendaciones
recibidas?

¢ Qué impacto potencial tendria la implementacion de esta herramienta en la toma de
decisiones académicas, en la reduccion de los indices de desercion y en la articulacion con las
demandas del mercado laboral?

¢Cuales son las limitaciones técnicas, éticas y de proteccion de datos personales que
deben considerarse en el desarrollo y aplicacion de este sistema con poblacion estudiantil menor

de edad?
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Justificacion

La eleccion de una carrera profesional constituye una de las decisiones mas
significativas en la vida de un estudiante, pues impacta directamente en su proyecto de vida,
sus oportunidades de desarrollo y su aporte a la sociedad. En Colombia, este proceso se ve
afectado por limitaciones como la falta de acompafiamiento especializado, la
desinformacion sobre la oferta académica y la ausencia de herramientas personalizadas de
orientacion, lo que incrementa la probabilidad de desercion en la educacion superior. Segun
el Laboratorio de Economia de la Educacién (LEE, 2023), la tasa de desercién alcanza el
45,4 % en programas universitarios y el 48,2 % en programas tecnoldgicos durante el primer
afio, mientras que mas del 60 % de los estudiantes de grado 11 no recibe orientacion
vocacional estructurada (Roa, 2023).

En este contexto, las tecnologias de la informacion, y en particular la inteligencia
artificial (1A) y el aprendizaje automatico (Machine Learning), representan una oportunidad
estratégica para innovar en los procesos de orientacion vocacional. Investigaciones recientes
evidencian que los sistemas de recomendacion potenciados con IA pueden personalizar la
orientacion educativa, mejorar la afinidad entre estudiantes y programas académicos y
reducir la desercion temprana (Smith & Johnson, 2018; Singh & Dhir, 2021; Jamieson &
O’Mara, 2022). Asimismo, estudios internacionales destacan que la integracion de estas
herramientas en la educacién favorece la toma de decisiones informadas y fortalece la
relacion entre competencias individuales y necesidades del mercado laboral (Hooley, 2017,
Jackson, 2019; Kristof-Brown, Zimmerman & Johnson, 2005).

El presente proyecto se justifica por su contribucion a la innovacion tecnologica y

educativa en Colombia mediante el desarrollo de TalentAl, un sistema de recomendacion
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vocacional que articula la analitica de datos con una interfaz web accesible y una base solida
de modelos predictivos. Se evaluaron varios algoritmos de aprendizaje automatico, entre
ellos Redes Neuronales, K-Nearest Neighbors, Random Forest, XGBoost y Regresion
Logistica. De esta comparacion se eligieron los dos primeros, ya que ofrecieron el mejor
balance entre precision y eficiencia, con resultados viables para su implementacion en el
contexto colombiano.

Para ello, se consideraron méas de 46.900 programas académicos a nivel nacional y se
focalizo el sistema en 5.138 correspondientes a Bogot4, lo que permite asegurar la
pertinencia de las recomendaciones frente a la oferta real disponible.

De esta manera, TalentAl constituye una herramienta pertinente y necesaria para
estudiantes, instituciones educativas y responsables de politica publica, ya que ofrece un
soporte objetivo, escalable y basado en evidencia para la toma de decisiones académicas. Su
aporte no solo se orienta a reducir problematicas sociales como la desercion universitaria y
la poblacién juvenil en condicién de NINI (LEE, 2024; Rodriguez, 2022), sino también a
fortalecer la investigacién aplicada en Ciencias de Datos y Analitica en el campo educativo,

aportando un modelo replicable en otras regiones del pais.
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Objetivos

Objetivo General

Desarrollar un sistema de recomendacién basado en técnicas de Machine Learning
que oriente a estudiantes de bachillerato en Colombia en la eleccion de programas de
educacion superior, considerando sus intereses individuales y las demandas del mercado
laboral.
Objetivos Especificos

Analizar la oferta de programas educativos y los perfiles estudiantiles para construir
una base de datos estructurada que sustente el disefio del sistema de recomendacion.

Disefiar un modelo de Machine Learning que prediga la afinidad entre los perfiles
estudiantiles y las opciones educativas, utilizando métricas como precision y F1-score.

Validar el modelo desarrollado mediante pruebas de desempefio técnico con bases de
datos de prueba sintéticas y contextualmente relevantes para el &mbito educativo
colombiano.

Evaluar la usabilidad del sistema a través de una interfaz web intuitiva, accesible y

orientada a la interaccion efectiva con los estudiantes.
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Marco de Referencia
Estado del Arte

El desarrollo de sistemas de recomendacion aplicados a la orientacion vocacional ha
cobrado relevancia en la Gltima década como una alternativa innovadora para enfrentar los altos
indices de desercion en la educacion superior. Diversas investigaciones han demostrado que la
integracion de la inteligencia artificial (IA) y el Machine Learning permite personalizar las
recomendaciones educativas y mejorar la correspondencia entre el perfil del estudiante y las
opciones académicas disponibles (Smith & Johnson, 2018; Singh & Dhir, 2021).

En el ambito internacional, Jamieson y O’Mara (2022) resaltan que los sistemas
potenciados con IA han mejorado la precision en la orientacidn vocacional mediante la
utilizacion de grandes volumenes de datos, favoreciendo la identificacion de patrones en los
intereses y habilidades estudiantiles. Asimismo, Hooley y Watts (2016) destacan la evolucion de
la orientacion hacia modelos digitalizados, los cuales permiten escalar el acompafiamiento a
poblaciones méas amplias.

En Latinoamérica se han identificado esfuerzos significativos. El Ministerio de
Educacion del Per implementd en 2021 el Sistema Nacional de Orientacion VVocacional, una
plataforma digital que articula informacién académica y ocupacional para apoyar a los
estudiantes en su eleccion de carrera (PeriEduca, 2021). En Panama, Morinson Negrete (2020)
evalud un sistema de informacion para orientacion vocacional en estudiantes de secundaria,
reportando un nivel alto de satisfaccion por parte de los usuarios, aunque con limitaciones en la
personalizacion de resultados.

En Colombia, si bien existen iniciativas como el Observatorio Laboral para la Educacion

(Ministerio de Educacion Nacional, 2024) y programas institucionales como “Jovenes a la U”
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(Secretaria de Educacién de Bogota, 2023), la mayoria de las estrategias de orientacion
vocacional permanecen en un nivel informativo y carecen de componentes de personalizacion
basados en analitica de datos. Estudios recientes evidencian la necesidad de fortalecer la
articulacion entre los perfiles estudiantiles y la oferta educativa mediante herramientas
tecnoldgicas avanzadas (Roa, 2023; Rodriguez, 2022).

En este sentido, el presente proyecto contribuye a cerrar la brecha entre los avances
internacionales en sistemas de recomendacion y la realidad nacional, al proponer una plataforma
de orientacion vocacional basada en modelos de Machine Learning particularmente Redes
Neuronales y K-Nearest Neighbors, que combina métricas de rendimiento predictivo con una
interfaz accesible para estudiantes de grado 10° y 11°.

En el caso especifico de Bogota, pese a que existen 5.138 programas de educacion
superior registrados en el SNIES y el SENA, aun no se dispone de plataformas que integren
dicha informacién con perfiles estudiantiles mediante modelos predictivos avanzados, lo que
refuerza la pertinencia del presente proyecto
Marco Contextual

La eleccidn de programas de educacion superior en Colombia se desarrolla en un
contexto complejo, caracterizado por altas tasas de desercion, dificultades de orientacion
vocacional estructurada y una brecha creciente entre formacion y mercado laboral.

En términos de permanencia, los informes del Laboratorio de Economia de la Educacion
(LEE, 2023) evidencian que cerca del 45,4 % de los estudiantes de programas universitarios y el
48,2 % de los matriculados en programas tecnolégicos abandonan sus estudios durante el primer

afio. Esta tendencia refleja limitaciones en los mecanismos de acompafiamiento y orientacion al
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ingreso, lo cual incide en la falta de correspondencia entre las expectativas estudiantiles y las
exigencias académicas.

De manera paralela, el fendmeno de los jovenes que no estudian ni trabajan (NINIs)
constituye un reto estructural. Segun el mismo laboratorio, la proporcion de jovenes en esta
condicion en Bogota oscila entre el 19 % y el 22 %, con una marcada sobrerrepresentacion de
mujeres (Noticia, s. f.; Rodriguez, 2022). Esta situacion no solo limita el desarrollo profesional
de los jovenes, sino que ademas representa un desafio para la competitividad econdmica y social
del pais (LEE, 2024).

En cuanto a la orientacion vocacional, diversos estudios sefialan que mas del 60 % de los
estudiantes de grado 11 en Bogota no reciben un acompafiamiento estructurado para elegir
programas de educacién superior (Roa, 2023). Aungue existen iniciativas publicas como el
programa Jovenes a la U y la politica de Matricula Cero (Secretaria de Educacion de Bogota,
2023), estas estrategias estan mas orientadas a la financiacion y acceso que a la personalizacion
de la eleccion académica.

Por otro lado, la disponibilidad de informacion sobre programas educativos en Colombia
es amplia. El Sistema Nacional de Informacion de la Educacion Superior (SNIES), el Servicio
Nacional de Aprendizaje (SENA) y el Observatorio Laboral para la Educacion del Ministerio de
Educacidon consolidan datos relevantes sobre la oferta académica, matricula, empleabilidad y
condiciones laborales de los egresados (MEN, 2024; SNIES, s. f.; SENA, 2023). Sin embargo, el
aprovechamiento de estos repositorios suele limitarse a la consulta manual y exploratoria, sin
herramientas que traduzcan dicha informacion en recomendaciones personalizadas para los

estudiantes.
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En consecuencia, el contexto educativo de Bogota y Colombia presenta una paradoja: hay
abundancia de datos y programas de apoyo, pero falta la articulacion inteligente entre la
informacion y las necesidades particulares de los estudiantes. Esta brecha justifica la pertinencia
de sistemas de recomendacion basados en Machine Learning, que integren resultados
académicos, competencias individuales y tendencias del mercado laboral, con el fin de fortalecer
la toma de decisiones vocacionales y contribuir a la reduccion de la desercion educativa y el
desempleo juvenil.

Asi, aunque el SNIES y el SENA consolidan mas de 46.900 programas académicos a
nivel nacional, la focalizacion en Bogota muestra 5.138 programas, lo que evidencia la necesidad
de herramientas que orienten a los estudiantes en una oferta amplia pero fragmentada.

Marco Teorico
Fundamentos de la Orientacion Vocacional

La orientacidn vocacional constituye un campo de estudio fundamental en el desarrollo
educativo y profesional de los individuos. Parsons (1909) establecid los primeros lineamientos al
sefialar que la eleccion profesional debia basarse en el conocimiento de uno mismo, el
conocimiento de las ocupaciones y la relacion l6gica entre ambos elementos. Posteriormente, la
teoria tipoldgica de Holland (1997) plante6 seis tipos de personalidad (RIASEC: Realista,
Investigador, Artistico, Social, Emprendedor y Convencional), cuyo analisis permite identificar
afinidades hacia campos ocupacionales especificos. A su vez, Super (1990) desarroll6 la teoria
del desarrollo vocacional, que concibe la eleccion de carrera como un proceso dindmico y
evolutivo a lo largo de la vida.

En un plano mas contemporaneo, estudios como el de Kristof-Brown, Zimmerman y

Johnson (2005) evidencian que la correspondencia entre competencias individuales y
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caracteristicas del entorno académico o laboral favorece la satisfaccion y el rendimiento.
Asimismo, Tinto (2017) y Hooley (2017) subrayan que la ausencia de acompafiamiento
vocacional estructurado incrementa los riesgos de desercion universitaria y de insercion laboral
inadecuada. Estas perspectivas sustentan la necesidad de implementar herramientas modernas
que integren informacion sobre intereses, competencias y oferta educativa, proposito central del
presente proyecto.

Fundamentos de Machine Learning Aplicados a la Orientacion

El aprendizaje automatico (Machine Learning, ML), rama de la inteligencia artificial, se
centra en el desarrollo de algoritmos capaces de mejorar su rendimiento a partir de la experiencia
(Russell & Norvig, 2016). Dentro de sus técnicas, los modelos de clasificacion supervisada son
ampliamente utilizados en sistemas de recomendacién, pues permiten asociar a cada estudiante
con la categoria o0 programa mas acorde con su perfil.

Entre los algoritmos maés relevantes se encuentran:

1. K-Nearest Neighbors (KNN): clasifica en funcion de la similitud con instancias
cercanas, destacandose por su simplicidad y eficiencia en aplicaciones educativas (Smith &
Johnson, 2018).

2. Redes Neuronales Artificiales (ANN): modelan relaciones complejas y no lineales
entre variables, logrando altos niveles de precisidn en problemas de recomendacion (Singh &
Dhir, 2021).

3. Random Forest y XGBoost: basados en ensambles de arboles de decision,
presentan robustez frente al sobreajuste y alta capacidad de generalizacion (Ozdemir, 2016).

4. Regresidn Logistica: sirve como modelo base en tareas de clasificacion, atil para

establecer comparaciones respecto a modelos méas avanzados (Garriga Trillo, 2012).
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Investigaciones recientes han demostrado que la integracion de estos algoritmos en la
orientacion vocacional mejora la pertinencia de las recomendaciones Yy la satisfaccion de los
estudiantes (Jamieson & O’Mara, 2022). Sin embargo, en Latinoamérica el uso de ML en este
campo aun es incipiente, lo que evidencia la pertinencia de su aplicacién en el contexto
colombiano.

Meétricas de Evaluacion de Modelos de Machine Learning

La evaluacidn de modelos predictivos exige criterios que valoren tanto la exactitud global
como la calidad de las predicciones en clases desbalanceadas y la eficiencia computacional
(Russell & Norvig, 2016).

1. Accuracy: mide el porcentaje de aciertos globales, aunque puede ser engafioso en
dataset con mdltiples clases desiguales (Ricci, Rokach & Shapira, 2011).

2. Precision y Recall: permiten valorar la capacidad de identificar correctamente las
clases, reduciendo falsos positivos y negativos.

3. F1-Score: combina ambas métricas en una media arménica. En este proyecto se
emplearon dos variantes:

4. F1-Score Macro: promedia el rendimiento de todas las clases por igual, Gtil en
contextos con distribucion heterogénea.

5. F1-Score Weighted: pondera el rendimiento por la frecuencia de cada clase,
reduciendo el sesgo en categorias minoritarias (Zhang, 2018).

6. Tiempo de Entrenamiento: criterio clave en aplicaciones practicas, pues la
eficiencia computacional determina la escalabilidad del sistema y la experiencia del usuario

(Shneiderman, 2010).
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A partir de estos criterios, los resultados experimentales mostraron que las Redes
Neuronales alcanzaron un accuracy de 0.663 y un F1-Score Weighted de 0.659 en 82.5
segundos, consolidandose como el modelo de mayor capacidad predictiva. En contraste, KNN
obtuvo un accuracy de 0.660 y un F1-Score Weighted de 0.656 en apenas 9.2 segundos,
destacandose por su rapidez y consistencia. Por ello, ambos modelos fueron seleccionados para
la implementacion en la plataforma desarrollada, ofreciendo un balance entre precision y
eficiencia que garantiza su aplicabilidad en entornos educativos.

Marco Conceptual

Orientacion Vocacional: Proceso pedagdgico y psicoldgico que busca acompariar a los
estudiantes en la identificacion de sus intereses, habilidades y valores, con el fin de guiar la
eleccion de un programa académico o carrera profesional coherente con su proyecto de vida
(Rodriguez, 2022).

Desercién Educativa: Fendmeno que ocurre cuando un estudiante abandona sus estudios
antes de finalizar el programa académico en el que esta matriculado. En el contexto colombiano,
suele analizarse especialmente en el primer afio de educacion superior, dado su impacto en la
continuidad formativa y en la inversién social y economica (LEE, 2023).

NINIs: Término que describe a los jovenes que no estudian ni trabajan (Not in Education,
Employment or Training). Se considera un indicador de vulnerabilidad social y educativa, pues
refleja la falta de integracion de esta poblacion en los sistemas de formacion y en el mercado
laboral (Secretaria de Educacion de Bogota, 2023).

Machine Learning (ML): Subcampo de la inteligencia artificial que permite a las
computadoras aprender patrones a partir de datos, sin necesidad de ser programadas

explicitamente para cada tarea (Russell & Norvig, 2016).
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Sistema De Recomendacion: Aplicacidn tecnologica que utiliza algoritmos de analisis de
datos para sugerir a los usuarios opciones personalizadas, en funcidn de sus caracteristicas,
intereses y comportamientos previos (Ricci, Rokach & Shapira, 2011). En el caso de la
orientacion vocacional, permite asociar perfiles estudiantiles con programas educativos.

Redes Neuronales Artificiales (ANN): Modelo de aprendizaje automatico inspirado en el
funcionamiento del cerebro humano, compuesto por capas de nodos interconectados que
procesan la informacion de manera jerarquica. Son especialmente Utiles para identificar
relaciones no lineales y complejas entre las variables predictoras (Singh & Dhir, 2021).

K-Nearest Neighbors (KNN): Algoritmo supervisado de clasificacion que asigna una
categoria a una instancia nueva con base en la mayoria de las clases presentes en sus k vecinos
mas cercanos en el espacio de caracteristicas. Se destaca por su simplicidad, eficacia 'y
aplicabilidad en sistemas de recomendacion educativa (Smith & Johnson, 2018).

Accuracy: Métrica de evaluacion en Machine Learning que indica el porcentaje total de
predicciones correctas sobre el conjunto de datos evaluados (Russell & Norvig, 2016).

F1-Score: Métrica que combina la precision (precision) y la exhaustividad (Recall) en
una media armonica, proporcionando una medida méas balanceada del rendimiento de un modelo,
especialmente Util en problemas con mdltiples clases y datos desbalanceados (Zhang, 2018).
Marco Normativo

El desarrollo de un sistema de recomendacion vocacional basado en Machine Learning,
como TalentAl, se encuentra enmarcado en disposiciones legales y politicas publicas que regulan

la educacion, el acceso a la informacién y el uso ético de datos en Colombia.
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Normatividad Educativa

. Ley General de Educacion (Ley 115 de 1994): establece los fines de la educacion
en Colombia, dentro de los cuales se incluye la orientacion académica y profesional como parte
de la formacion integral de los estudiantes en la educacién media (Congreso de Colombia, 1994).

. Ley 30 de 1992: regula la educacion superior, resaltando la necesidad de
garantizar procesos de calidad y pertinencia en la formacion profesional (Congreso de Colombia,
1992).

. Decreto 1860 de 1994: reglamenta la Ley 115 e incorpora la orientacion
vocacional como un proceso transversal en la educacion basica y media (MEN, 1994).

. Ley 1620 de 2013: promueve la convivencia escolar y la formacién integral,
incluyendo la orientacion a trayectorias académicas (Congreso de Colombia, 2013).
Politicas y Programas Nacionales

. Observatorio Laboral para la Educacion (MEN, 2024): consolida informacion
sobre empleabilidad de egresados, insumo clave para decisiones vocacionales basadas en
evidencia.

. Programa “Jovenes a la U” y Matricula Cero (Secretaria de Educacion de Bogota,
2023): iniciativas que amplian el acceso a la educacidn superior, pero requieren de herramientas
complementarias como sistemas de recomendacion.
Normas sobre Datos y Tecnologia

. Ley 1581 de 2012 (Habeas Data): regula la proteccion de datos personales en
Colombia, aplicable a la recoleccidn y procesamiento de informacion estudiantil (Congreso de

Colombia, 2012).
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. Ley 1273 de 2009: crea un marco juridico para la proteccion de datos en medios
digitales (Congreso de Colombia, 2009).

. Documento CONPES 3920 de 2018: establece la politica nacional de explotacion
de datos (Big Data) en Colombia, fomentando el uso ético de datos (DNP, 2018).

. Ley 1341 de 2009 (modificada por la Ley 1978 de 2019): promueve el acceso y
uso de TIC en educacion y sociedad (Congreso de Colombia, 2009; 2019).
Lineamientos Internacionales

. UNESCO (2019): recomienda el uso de tecnologias digitales para garantizar
orientacion vocacional inclusiva y equitativa.

. OCDE (2020): sefiala la importancia de fortalecer la orientacién profesional en
jévenes para reducir desercion y mejorar la insercién laboral.

En conjunto, este marco normativo respalda la pertinencia del proyecto TalentAl,
garantizando que su disefio e implementacion no solo responde a una necesidad educativa, sino
que ademas cumple con las regulaciones nacionales e internacionales sobre educacion,

tecnologia y proteccion de datos.
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Metodologia
Método

El presente proyecto implementd una metodologia mixta con triangulacion convergente,
combinando enfoques cuantitativos y cualitativos para el desarrollo del sistema de
recomendacion TalentAl. Esta metodologia permitio integrar andlisis estadisticos rigurosos con
valoraciones de usabilidad basadas en el disefio de la plataforma, garantizando tanto la precision
técnica como la pertinencia educativa del sistema desarrollado (Hernandez Sampieri & Mendoza
Torres, 2018).

La metodologia se estructurd en dos fases complementarias:

1. Fase Cuantitativa: centrada en el desarrollo, entrenamiento y evaluacion de
modelos de Machine Learning, a partir de un dataset sintético y datos oficiales de programas
académicos (SNIES y SENA). En esta fase se aplicaron métricas de rendimiento como accuracy
y F1-score, asi como validacion cruzada para seleccionar los algoritmos mas adecuados.

2. Fase Cualitativa: orientada a la valoracion de la usabilidad del sistema desde el
disefio de la plataforma. Aunque no se realizaron pruebas formales con estudiantes, la interfaz
desarrollada se caracteriza por ser intuitiva, de facil acceso y comprensién, permitiendo al
usuario interactuar de manera sencilla y obtener recomendaciones claras y rapidas. Esta
aproximacion demostré la potencial facilidad de adopcion del sistema en contextos educativos
reales, aun en fases preliminares del proyecto.

La integracion de ambos enfoques permitio obtener una vision comprehensiva del
fendmeno estudiado y fortalecer la validez de los resultados, consolidando a TalentAl como una

propuesta viable y pertinente para la orientacion vocacional en Bogota.
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Tipo de Estudio

Se realizd un estudio de tipo aplicado con alcance descriptivo-explicativo, orientado al
desarrollo tecnoldgico y la innovacion educativa. El caracter aplicado se fundamenta en la
creacion de una solucion tecnologica especifica para atender la problematica de orientacién
vocacional en estudiantes de educacion media en Bogota D.C. ElI componente descriptivo
permitio caracterizar la oferta educativa disponible y los perfiles estudiantiles, mientras que el
componente explicativo facilité la comprensidn de las relaciones entre variables predictoras y
areas de conocimiento mediante algoritmos de Machine Learning.
Recoleccion de Datos
Origen de Datos

La construccion de la base de datos del proyecto se fundamentd en fuentes oficiales del
gobierno colombiano y la generacion controlada de datos sintéticos para entrenamiento. Se
utilizaron las siguientes fuentes primarias:
Fuentes Oficiales Gubernamentales

1. Programas de Educacion Superior: Base de datos del Ministerio de Educacion
Nacional disponible en el portal de datos abiertos (https://www.datos.gov.co/Educaci-
n/MEN_PROGRAMAS _DE_EDUCACI-N_SUPERIOR/upr9-nkiz/about_data). Esta base
contiene informacion actualizada al primer semestre de 2025 sobre 27.000 programas de
educacion superior registrados a nivel nacional.

2. Programas de Educacion para el Trabajo y el Desarrollo Humano: Dataset del
SENA y otras instituciones en (https://www.datos.gov.co/Educaci-n/MEN_PROGRAMAS-
EDUCACI-N-PARA-EL-TRABAJO-Y-EL-DESAR/2v94-3ypi/about_data), complementando la

oferta educativa con programas técnicos y tecnoldgicos. Contiene informacién actualizada al
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primer semestre de 2025 sobre 19.900 programas de educacion superior registrados a nivel
nacional.

3. Justificacion de las Fuentes: Las bases de datos gubernamentales fueron
seleccionadas por su caracter oficial, actualizacion periodica y cobertura nacional completa.
Estas fuentes garantizan la veracidad y representatividad de la informacion sobre la oferta
educativa colombiana, elemento fundamental para la precision de las recomendaciones del
sistema.

Procesamiento de Datos
Unificacion de Bases de Datos y Filtrado Geografico

Se implemento el script process_ministry_files.py para procesar los datos oficiales y
filtrar especificamente los programas disponibles en Bogota D.C. Este proceso permitio
identificar 46.900 programas a nivel nacional y 5.138 programas educativos correspondientes a
la capital, los cuales fueron clasificados en 30 areas de conocimiento segln la nomenclatura del
SNIES.

Categorizacion de Programas

Los programas identificados fueron categorizados en las siguientes areas de
conocimiento:
Tabla 1

Categorizacion de los Programas Educativos Identificados en Bogota.

ID  Area de conocimiento Descripcion Categoria general
1 Administracion y Programas relacionados con Economia,
Gestion Empresarial administracion de empresas, gestion Administracion,
organizacional y desarrollo Contaduria y Afines

empresarial.




ID Area de conocimiento

Descripcion

Categoria general

2 Finanzas y Contabilidad

10

11

12

13

Mercadeo y Ventas

Turismo y Hoteleria

Gastronomia y Cocina

Belleza y Estética

Atencion al Cliente y

Servicios

Sistemas e Informatica

Redes y

Telecomunicaciones

Ingenieria Civil y

Construccion

Ingenieria Industrial y

Procesos

Electronicay

Automatizacion

Enfermeria y Auxiliares

de Salud

Programas de contabilidad financiera

y gestion de recursos econémicos.

Programas de marketing comercial y
estrategias de ventas.
Programas de gestion turistica y
servicios hoteleros.
Programas de artes culinarias y
preparacion de alimentos.
Programas relacionados con cuidado
personal, cosmetologia y estética.
Programas orientados al servicio al
cliente y gestion de atencion.
Programas de desarrollo de software,
soporte técnico y sistemas.

Programas de telecomunicaciones,

redes y conectividad digital.

Programas en construccién, obras

civiles e infraestructura.

Programas de optimizacion de

procesos industriales y productivos.

Programas de electrdnica, robdtica y

automatizacion.

Programas de enfermeria técnica y

apoyo asistencial en salud.

Economia,
Administracion,
Contaduria y Afines

Ventas y Servicios

Ventas y Servicios

Ventas y Servicios

Ventas y Servicios

Ventas y Servicios

Ingenieria,
Arquitectura,
Urbanismo y Afines
Ingenieria,
Arquitectura,
Urbanismo y Afines
Ingenieria,
Arquitectura,
Urbanismo y Afines
Ingenieria,
Arquitectura,
Urbanismo y Afines
Ingenieria,
Arquitectura,
Urbanismo y Afines

Ciencias de la Salud
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ID  Area de conocimiento Descripcion Categoria general
14 Salud Publica 'y Programas orientados a la prevencion  Ciencias de la Salud
Comunitaria y promocién de la salud.
15  Farmaciay Servicios Programas de regencia en farmaciay  Ciencias de la Salud
Farmacéuticos apoyo farmaceutico.
16 Educacién y Pedagogia Programas de docencia, formacion de Ciencias de la
maestros y educacion general. Educacion
17 Primera Infancia y Programas de educacion inicial y Ciencias de la
Cuidado Infantil cuidado infantil. Educacion
18  Psicologia y Trabajo Programas en atencion psicosocial, Ciencias Sociales y
Social orientacion y apoyo comunitario. Humanas
19 Seguridad y Proteccién Programas de seguridad privada, Ciencias Sociales y
ocupacional y gestion de riesgos. Humanas
20 Arte y Cultura Programas de artes plasticas, historia Bellas Artes
del arte y patrimonio cultural.
21 Mdsica y Artes Programas de musica, teatro y danza. Bellas Artes
Escénicas
22 Disefio Grafico y Programas de disefio visual, digital y Bellas Artes
Multimedia multimedia.
23 Agriculturay Ganaderia  Programas de produccion agricola 'y Ciencias Agrarias,
pecuaria. Pecuarias y Afines
24 Medio Ambiente y Programas en gestion ambiental, Ciencias Agrarias,
Sostenibilidad ecologia y recursos naturales. Pecuarias y Afines
25 Logisticay Transporte Programas en transporte, cadena de Ingenieria,
suministro y operaciones. Arquitectura,
Urbanismo y Afines
26  Mecanica Automotriz Programas en reparacion, Ingenieria,

mantenimiento y tecnologias

automotrices.

Arquitectura,

Urbanismo y Afines
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ID  Area de conocimiento Descripcion Categoria general
27 Oficios Técnicos Programas de oficios técnicos como Ingenieria,
Especializados electricidad, plomeria, soldadura. Arquitectura,

Urbanismo y Afines

28 Idiomas y Programas de idiomas, traduccion e Ciencias Sociales y
Comunicacion interpretacion. Humanas
29 Emprendimiento y Programas de creacion de empresa y Economia,
Negocios gestion de negocios. Administracion,
Contaduria y Afines
30 Calidad y Procesos Programas de gestion de calidad, Ingenieria,
auditoria y mejora continua. Arquitectura,

Urbanismo y Afines

Nota. Elaboracion propia a partir de datos del Sistema Nacional de Informacion de la Educacién

Superior (SNIES, s. f.) y el Servicio Nacional de Aprendizaje (SENA, 2023).

Generacion del Dataset de Entrenamiento
Datos Sinteéticos

Dado que no se contaba con datos reales de estudiantes con perfiles completos de
competencias, se desarrollé el script generate_dataset.py para crear un dataset sintético de
entrenamiento. Este enfoque garantizo6 el cumplimiento de la normativa de proteccion de datos
(Ley 1581 de 2012) y proporcioné informacion suficiente para el entrenamiento de modelos. Es
importante sefialar que el uso de datos sintéticos constituye una limitacion del presente estudio,
ya que puede afectar la validez externa de los resultados. No obstante, esta estrategia permitio
disponer de un conjunto de entrenamiento representativo. Para trabajos futuros, se prevé integrar
bases de datos oficiales del ICFES disponibles en su portal de investigaciones (ICFES, s. f.), lo

que permitira validar los modelos con informacion real y fortalecer la confiabilidad del sistema.



Estructura del Dataset Sintético

Se generaron 20,000 registros sintéticos de estudiantes, cada uno caracterizado por:

Variables Predictoras (13 total)

5 puntajes ICFES normalizados (0-100)

1.

2.

3.

4.

5.

Matematicas

Lectura Critica
Ciencias Naturales
Sociales y Ciudadanas

Inglés

8 dimensiones de competencias (escala 1-5)

1.

2.

7.

8.

Razonamiento Logico-Matematico
Comprensioén Lectora y Comunicacion
Pensamiento Cientifico

Analisis Social y Humanistico
Creatividad e Innovacion

Liderazgo y Trabajo en Equipo
Pensamiento Critico

Adaptabilidad y Aprendizaje

Variable Objetivo

Area de conocimiento recomendada (30 categorias posibles)

Tabla 2 Categorizacion de los Programas Educativos Identificados en Bogota.
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Division del Dataset

El dataset sintético se dividio de manera estratificada para garantizar la representatividad
en todas las fases del proceso:

. Entrenamiento: 14,000 registros (70%)

. Prueba: 6,000 registros (30%)

Esta division siguio las practicas adecuadas en Machine Learning, con el proposito de
evitar el sobreajuste y garantizar una evaluacion robusta de los modelos (Russell & Norvig,
2016).

Entrenamiento y Comparacién de Modelos

Se implemento6 un enfoque experimental riguroso para evaluar cinco algoritmos de
Machine Learning, cada uno seleccionado por sus fortalezas especificas en problemas de
clasificacion multiclase:

Algoritmos Evaluados
1. K-Nearest Neighbors (KNN): Seleccionado por su simplicidad e interpretabilidad
2. Redes Neuronales Artificiales: Escogido por su capacidad de modelar relaciones

no lineales complejas

3. Random Forest: Incluido por su robustez y manejo de multiples caracteristicas.
4, XGBoost: Evaluado por su eficiencia en competencias de Machine Learning
5. Regresidn Logistica: Utilizado como modelo de referencia (baseline) para

comparacion
Configuracion de Entrenamiento
Todos los modelos fueron entrenados utilizando las mismas condiciones experimentales:

. Validacion cruzada estratificada (k=5).



. Normalizacion estandar de variables continuas.
. Busqueda de hiperparametros mediante GridSearchCV.
. Evaluacién en conjunto de prueba independiente.

Métricas de Evaluacion

Se emplearon métricas multiples para una evaluacion integral:

. Accuracy: Precision global del modelo

. F1-Score Macro: Rendimiento promedio por clase

. F1-Score Weighted: Rendimiento ponderado por frecuencia de clase
. Tiempo de Entrenamiento: Eficiencia computacional.

Andlisis de Resultados de los Modelos

Los resultados experimentales se consolidaron en una matriz de comparacion que
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permitio identificar el modelo 6ptimo, como lo podemos detallar en la Tabla 2. Comparacion de

métricas de rendimiento por modelo de machine Learning.
Modelo Seleccionado
Basandose en el analisis comparativo, se seleccionaron dos modelos complementarios
para implementacion en TalentAl:
K-Nearest Neighbors (KNN)
Justificacion: Mejor F1-Score Macro (0.626) y tiempo de entrenamiento 6ptimo (9.1s)
Ventajas: Alta interpretabilidad, eficiencia computacional, consistencia en predicciones
Aplicacion: Ideal para usuarios que requieren respuestas rapidas y explicables.
Redes Neuronales Artificiales
Justificacion: Mayor Accuracy (0.666) y F1-Score Weighted (0.659)

Ventajas: Superior capacidad predictiva, modelado de relaciones complejas
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Aplicacion: Optimo para casos que requieren maxima precision

La implementacion dual permite a los usuarios elegir el algoritmo segln sus preferencias
de velocidad vs. precision, aumentando la transparencia y confianza en el sistema.
Implementacion

Arquitectura del Sistema TalentAl se desarroll6 como una aplicacion web con
arquitectura de tres capas:
Frontend

Interfaz de usuario intuitiva desarrollada en:

. Next.js 14

. TypeScript

. Tailwind CSS

. React Hook Form

. Zustand (State Management)
Backend

Légica de negocio implementada:

. Python

. FastAPI

. PostgreSQL

. SQLAIlchemy

. Pydantic

. Docker



45

Modelo

Integracion de algoritmos de ML mediante:

. Python

. TensorFlow/Keras (Redes Neuronales)

. Scikit-learn (KNN y otros algoritmos)

. Pandas, NumPy (Procesamiento de datos)

. Jupyter Notebooks (Analisis y experimentacion)
Componentes Principales

. Formulario de Evaluacion: 100 preguntas agrupadas en 8 dimensiones de
competencias.

. Motor de Recomendacidn: Procesamiento de respuestas y generacion de

predicciones.

. Maodulo de Resultados: Presentacion de areas de conocimiento y programas
recomendados.

. Base de Datos: Almacenamiento de programas educativos de Bogota.
Pruebas

Pruebas Técnicas

1. Se ejecutaron pruebas de rendimiento y precision:
2. Validacion de predicciones en conjunto de prueba independiente
3. Anadlisis de tiempo de respuesta del sistema (<3 segundos promedio)

4, Evaluacidn de estabilidad con multiples usuarios simultaneos
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Pruebas de Usabilidad

Se desarrollé un prototipo funcional de la plataforma TalentAl, el cual fue evaluado a
nivel interno para analizar la interaccion propuesta. Si bien no se realizaron pruebas formales con
estudiantes o usuarios externos, se valoraron aspectos de usabilidad derivados del disefio de la

interfaz, destacando:

1. Facilidad de navegacion y acceso al sistema.
2. Claridad en la visualizacién de resultados y recomendaciones.
3. Comprensibilidad de los reportes generados en un lenguaje accesible para el

publico objetivo.

Este analisis permitié confirmar que la plataforma es intuitiva, sencilla de usar y con
potencial de adopcion en contextos educativos reales.
Validacion de Contenido

La validacion del sistema se centrd en verificar la coherencia y consistencia de los

resultados generados, considerando los siguientes aspectos:

1. Correspondencia entre perfiles estudiantiles simulados y las recomendaciones de
programas.

2. Relacion logica entre las competencias evaluadas y las areas de conocimiento
sugeridas.

3. Precision de la informacion utilizada sobre programas educativos en Bogota, en

concordancia con los datos del SNIES y el SENA.
Esta metodologia de validacién garantizd la construccion de un sistema robusto,
técnicamente sélido y educativamente pertinente, cumpliendo con los objetivos planteados y

aportando a la innovacion en orientacién vocacional en Colombia.
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Resultados
Introduccion

Esta seccidn presenta el analisis comparativo de cinco algoritmos de machine learning
supervisado implementados para el sistema de recomendacion vocacional TalentAl. El proposito
de este analisis es determinar qué modelo de aprendizaje automatico es mas adecuado para
orientar vocacionalmente a estudiantes de grado 10° y 11° en Bogot4, considerando tanto la
precision predictiva como la eficiencia computacional del sistema.

El anélisis se fundamenta en la evaluacion sistematica de diferentes enfoques
algoritmicos, desde modelos lineales interpretables hasta técnicas de ensemble y deep learning,
con el objetivo de identificar la solucién 6ptima que equilibre robustez técnica y pertinencia
educativa para el contexto especifico del proyecto TalentAl.

Modelos Evaluados

Se implementaron y compararon cinco algoritmos supervisados de clasificacion
multiclase, cada uno representando diferentes paradigmas del aprendizaje automatico:

Regresion Logistica: Modelo lineal que proporciona alta interpretabilidad y eficiencia
computacional, utilizando regularizacion L1 para seleccion automatica de caracteristicas
relevantes.

Random Forest: Algoritmo de ensemble basado en arboles de decision que combina
multiples predictores débiles para generar predicciones robustas, ofreciendo un balance entre
precision e interpretabilidad.

XGBoost: Implementacidn optimizada de gradient boosting que utiliza técnicas

avanzadas de regularizacion y optimizacién para maximizar el rendimiento predictivo.
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Redes Neuronales: Modelo de deep learning implementado con TensorFlow/Keras, capaz
de capturar patrones no lineales complejos en los datos de entrada.

K-Nearest Neighbors (KNN): Algoritmo basado en similitud que clasifica nuevas
instancias segun la proximidad a ejemplos conocidos en el espacio de caracteristicas.

Métricas de Evaluacion

La evaluacién de los modelos se realizé utilizando un conjunto integral de métricas que
permiten analizar diferentes aspectos del rendimiento:

Accuracy: Mide la proporcion de predicciones correctas sobre el total de predicciones,
proporcionando una visién general del rendimiento del modelo.

F1-Score Macro: Calcula el promedio no ponderado del F1-score para todas las clases,
otorgando igual importancia a cada area de conocimiento independientemente de su frecuencia
en el dataset.

F1-Score Weighted: Computa el promedio ponderado del F1-score considerando la
distribucion de clases, reflejando mejor el rendimiento en un contexto de clases desbalanceadas.

Tiempo de entrenamiento: Evalla la eficiencia computacional de cada algoritmo, factor
critico para la implementacion practica del sistema.

Ademas, se generaron matrices de confusion para analizar patrones de error especificos,
curvas ROC para evaluar la capacidad discriminativa, y distribuciones de confianza para
examinar la certeza de las predicciones.

Presentacion de Resultados

Es importante sefialar que los valores de accuracy y F1-Score obtenidos reflejan un

rendimiento moderado de los modelos, lo cual puede explicarse en parte por la naturaleza

sintética del dataset utilizado. Al tratarse de un conjunto de datos simulado, los patrones de
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aprendizaje no necesariamente reproducen con exactitud la complejidad de los perfiles reales de
los estudiantes. No obstante, estos resultados cumplen con el objetivo de la presente fase piloto,
al demostrar la viabilidad técnica del sistema. Para trabajos futuros, se plantea validar los
modelos con bases de datos reales provenientes del ICFES, SNIES y SENA, complementados
con un formulario inicial para recolectar informacion de estudiantes y egresados que ya eligieron
carrera, asi como con pruebas piloto en instituciones educativas bajo consentimiento informado.
Estas acciones permitiran consolidar un pipeline de datos reales integrado al sistema, lo que
fortalecera la precision predictiva y la confiabilidad de las recomendaciones.

Tabla 2

Comparacion de Métricas de Rendimiento por Modelo de Machine Learning

Modelo Accuracy F1-Score (Macro)  F1-Score (Weighted) Tiempo ()
Redes Neuronales 0.666 0.583 0.659 40.9
KNN 0.660 0.626 0.656 9.1
Random Forest 0.656 0.621 0.653 176.4
XGBoost 0.650 0.617 0.647 328.0
Regresion Logistica 0.645 0.585 0.620 33.1

Nota. Resultados obtenidos a partir del entrenamiento y validacion de cinco modelos de Machine
Learning con datos sintéticos y programas académicos en Bogota (2025). Los valores estan
ordenados por F1-Score (Macro) descendente. El tiempo de entrenamiento incluye optimizacion

de hiperparametros.

Andlisis Visual de Resultados
Los resultados se complementan con un anélisis visual exhaustivo que incluye las

siguientes figuras:



Figura 1

Analisis Comparativo Integral de Modelos
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Nota. Comparacion integral de métricas de rendimiento (Accuracy, F1-Score Macro), tiempo de

entrenamiento y radar de métricas para los cinco modelos evaluados. Esta visualizacion sintetiza

todos los aspectos evaluados proporcionando una perspectiva comprehensiva del desempefio

relativo.



o1

Figura 2

Curvas ROC Multiclase para Evaluacién Discriminativa
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Nota. Curvas ROC multiclase para los cinco modelos evaluados, demostrando la capacidad
discriminativa de cada algoritmo across las 30 areas de conocimiento. Las curvas muestran el

trade-off entre sensibilidad y especificidad para las primeras 5 clases mas representativas.



Figura 3

Importancia de Caracteristicas por Modelo
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012

XGBoost, revelando qué variables predictoras (resultados ICFES y dimensiones de personalidad)

contribuyen mas significativamente a las predicciones vocacionales.



Figura 4

Matrices de Confusion Normalizadas
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Nota. Matrices de confusion normalizadas para los cinco modelos, mostrando los patrones de
error y acierto especificos en las diferentes areas de conocimiento. La diagonal principal indica
predicciones correctas, mientras que los valores fuera de la diagonal revelan confusiones entre

clases relacionadas.
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Distribucién de Confianza en Predicciones
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Nota. Histogramas de distribucién de confianza maxima para predicciones correctas (verde) e

incorrectas (rojo) de cada modelo, ilustrando la certeza estadistica de las recomendaciones

generadas y la capacidad de cada algoritmo para distinguir entre predicciones confiables y

ambiguas.
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Figura 6

Métricas Detalladas por Modelo
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métricas agregadas.
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Fortalezas y Debilidades por Modelo

K-Nearest Neighbors emerge como el modelo con mejor balance general, demostrando el
F1-Score Macro mas alto (0.626) y excepcional eficiencia computacional (9.1 segundos). Sus
fortalezas incluyen simplicidad conceptual, ausencia de asunciones paramétricas y capacidad de
adaptacion local a patrones especificos. No obstante, presenta limitaciones en escalabilidad para
dataset muy grandes y sensibilidad a la maldicion de la dimensionalidad.

Random Forest muestra rendimiento consistente (F1-Score Macro: 0.621) con excelente
interpretabilidad a través de la importancia de caracteristicas. Su naturaleza de ensemble
proporciona robustez ante outliers y overfitting. Sin embargo, requiere tiempo de entrenamiento
considerablemente mayor (176.4 segundos) y puede generar modelos complejos dificiles de
interpretar a nivel individual.

XGBoost presenta buen rendimiento predictivo (F1-Score Macro: 0.617) con capacidades
avanzadas de regularizacion. Sus fortalezas incluyen manejo eficiente de missing values y
optimizacion automatica de hiperparametros. Por otra parte, exhibe el mayor costo
computacional (328.0 segundos) y requiere expertise técnico significativo para su configuracién
Optima.

Neural Network alcanza la mayor accuracy (0.666) pero con F1-Score Macro
relativamente bajo (0.583), sugiriendo sesgo hacia clases mayoritarias. Sus ventajas incluyen
capacidad de modelado no lineal y escalabilidad. Las limitaciones comprenden interpretabilidad
reducida y requerimientos computacionales elevados para entrenamiento.

Logistic Regression ofrece maxima interpretabilidad y eficiencia computacional
moderada (33.1 segundos). Sus coeficientes proporcionan insights directos sobre la influencia de

cada variable. En contraste, presenta rendimiento limitado (F1-Score Macro: 0.585) debido a
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asunciones de linealidad que pueden no capturar la complejidad inherente de las decisiones
vocacionales.
Discusion de Resultados

El analisis comparativo revela que KNN y Random Forest logran el mejor equilibrio
entre precision predictiva y eficiencia operacional. Estos resultados sugieren que los patrones de
orientacion vocacional en el contexto bogotano pueden ser efectivamente capturados mediante
enfoques basados en similitud y ensemble de arboles, respectivamente.

En contraste, XGBoost, a pesar de demostrar buen desempefio predictivo, presenta
limitaciones significativas en términos de costo computacional excesivo para el contexto de
implementacion previsto. El tiempo de entrenamiento de 328 segundos, méas de 36 veces superior
al de KNN, compromete la viabilidad practica del sistema, especialmente considerando la
necesidad de reentrenamiento periddico con nuevos datos estudiantiles.

Los resultados orientan la decision de implementacidn hacia modelos que priorizan la
eficiencia sin comprometer significativamente la precision. Esta consideracion es
particularmente relevante para TalentAl, donde la capacidad de respuesta rapida y la
actualizacion frecuente del sistema son requisitos operacionales criticos.

Por otra parte, el analisis de las curvas ROC (Figura 1) y las matrices de confusion
(Figura 3) revelan patrones especificos de confusion entre areas de conocimiento relacionadas, lo
que proporciona insights valiosos para el refinamiento futuro del sistema y la interpretacién de

recomendaciones ambiguas.
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Conclusiones y Seleccion de Modelos Finales

Basado en el andlisis integral de rendimiento, eficiencia y pertinencia educativa, se
seleccionan KNN como modelo principal y Random Forest como modelo complementario para
la implementacion de TalentAl.

Esta decision se fundamenta en varios criterios convergentes: KNN ofrece el mejor F1-
Score Macro (0.626) con excepcional eficiencia computacional, mientras que Random Forest
proporciona interpretabilidad superior a través de la importancia de caracteristicas, facilitando la
explicacion de recomendaciones a estudiantes y orientadores.

La combinacidn de estos modelos sustenta los objetivos del proyecto mediante:

Robustez técnica: Ambos algoritmos demuestran rendimiento predictivo superior y
estabilidad ante variaciones en los datos de entrada.

Pertinencia educativa: La interpretabilidad de Random Forest y la adaptabilidad local de
KNN permiten generar recomendaciones contextualizadas y explicables.

Viabilidad operacional: Los tiempos de entrenamiento eficientes facilitan la actualizacion
continua del sistema con nuevos datos estudiantiles.

Escalabilidad: Ambos modelos pueden adaptarse efectivamente al crecimiento del dataset
y la incorporacién de nuevas variables predictoras.

En consecuencia, esta seleccion de modelos establece una base solida para el sistema de
recomendacion vocacional TalentAl, equilibrando precision predictiva, interpretabilidad y

eficiencia operacional en el contexto especifico de la orientacion educativa en Bogota.
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Arquitectura del Sistema

TalentAl es un sistema de orientacion vocacional inteligente disefiado con una
arquitectura sencilla que separa claramente las responsabilidades entre capas, garantizando
escalabilidad, mantenibilidad y una experiencia de usuario éptima.
Figura7

Arquitectura General del Sistema TalentAl

Navegador del Usuario

Capa Fgpntend

Aplicaciéon Frontend Next.js

Capa Backend

API Backend TalentAI LocalStorage

Capa de Datos

Modelos ML - KNN/Neural

Base de Datos PostgreSQL
Network gresd

Nota. La figura presenta la arquitectura de la plataforma TalentAl, organizada en tres capas
principales: Frontend, desarrollado en Next.js y ejecutado en el navegador del usuario; Backend,
que incluye la API de TalentAl y los modelos de Machine Learning (KNN y Redes Neuronales);

y la Capa de Datos, soportada en una base de datos PostgreSQL.
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El sistema permite la interaccion entre usuario, modelos predictivos y repositorio de
datos, con almacenamiento local (LocalStorage) para optimizar la experiencia del estudiante.
Backend - API TalentAl

El backend fue desarrollado como una API REST robusta utilizando FastAPI,
proporcionando el motor de procesamiento y I6gica de negocio del sistema. La arquitectura
incluye endpoints para monitoreo de salud del sistema (/health), gestion de dataset sintéticos
(/dataset), entrenamiento de modelos ML (/training), predicciones de competencias (/predictions)
y recomendaciones de programas académicos (/programs). El sistema utiliza PostgreSQL como
base de datos principal para almacenar perfiles de usuario, historiales de evaluacion y catalogo
de programas académicos.

La capa de inteligencia artificial integra dos modelos principales de Machine Learning:
K-Nearest Neighbors (KNN) como modelo principal con 65.97% de accuracy y excepcional
eficiencia computacional, y Redes Neuronales como modelo complementario con 66.57% de
accuracy para casos mas complejos. Ambos modelos procesan las evaluaciones de competencias
en 8 dimensiones para generar predicciones precisas de areas vocacionales y recomendaciones
personalizadas de programas académicos.

La configuracion de produccion se encuentra optimizada mediante contenedorizacion con
Docker, uso de variables de entorno para una configuracién flexible, logging estructurado en
formato JSON, health checks automaticos cada 30 segundos Y certificados SSL para
comunicaciones seguras. El sistema incluye monitoreo integral con métricas de rendimiento,
alertas automaticas y copias de respaldo de datos, lo que garantiza alta disponibilidad y

confiabilidad.
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Figura 8

Interfaz de la API de TalentAl

D © localhost:8000/docs#/Predictions o & Q = oG <>. @ =

Training ~
/api/vl/training/models ListAvailable Models v
/api/vl/training/knn Train Knn Model v
/api/vl/training/neural-network Train Neural Network v
/api/vl/training/status/{model_type} Get Training Status v

Predictions ~
/api/vl/predictions/predict Make Prediction v
/api/vl/predictions/stats Get Prediction Stats v
7@ /api/vl/predictions/{prediction_id} Delete Prediction %

Programs ~
/api/vl/predictions/history/{user_email} Get Prediction History v
/api/vl/programs/search Search Programs Advanced v
E /api/vl/programs/areas ListKnowledge Areas v
/api/vl/programs/filters GetAvailable Filters v

Nota. Interfaz de la API de TalentAl mostrando los endpoints disponibles para entrenamiento de

modelos, predicciones y consultas de programas educativos.

Frontend - Aplicacion Web

Pagina de Inicio (Home)

La pagina principal presenta una interfaz limpia y moderna desarrollada con Next.js 14 y
TypeScript, que da la bienvenida a los usuarios con informacién clara sobre el sistema de
orientacion vocacional. Incluye una descripcion del proceso de evaluacion, los beneficios del
sistema y un llamado a la accion prominente para iniciar la evaluacion. El disefio responsive
utiliza Tailwind CSS para garantizar una experiencia 6ptima tanto en dispositivos moviles como
de escritorio, con navegacion intuitiva y elementos visuales que transmiten confianza y

profesionalismo.
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Pagina Principal de la Plataforma TalentAl

0 @ localhost:5174

(P TalentAl @ Evaacin Q Progamas ) Acercade %

Descubre el Talento con IA

Plataforma avanzada de evaluacion de talento que utiliza inteligencia artificial
para identificar y medir las capacidades profesionales en 8 dimensiones clave.

ConocerMes

8 Dimensiones del Talento

Evaluamos de manera integral las competencias que definen el potencial

profesional

Légico-Matematico Comunicacion Ciencias Humanidades Creatividad Liderazgo Pensamiento Critico Adaptabilidad
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Nota. Pagina principal de la plataforma TalentAl, con opciones para iniciar la evaluacion y acceder

a la oferta académica.

Figura 10

Pantalla de inicio de la evaluacion de TalentAl

[l @ Iocalhost:5

D TalentAl @ icio Q Progamass @ Acercade

©

Evaluacion de Talento TalentAl
Descubre tus fortalezas y potencial a través de una evaluacién integral que
analiza mm(iplss dimensiones del talento humano.

® C} 0

Evaluacién Integral 25 Minutos Resultados Datos Seguros

Analisis detallado de tus
fortalezas y dreas de
desarrollo

Comenzar Evaluacién >

2, Dimensiones de Talento a Evaluar

La evaluacion cubre 8 dimensiones principales con un total de 100 competencias especificas.

Nota. Pantalla de inicio de la evaluacion de TalentAl, con descripcion del proceso y

caracteristicas principales de la prueba.
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Formulario de Evaluacion

El sistema de evaluacién presenta un formulario interactivo de 100 preguntas organizadas
en 8 areas de conocimiento: Razonamiento Logico-Matematico, Comunicacion y Lenguaje,
Ciencias y Tecnologia, Humanidades y Ciencias Sociales, Creatividad y Arte, Gestion y
Emprendimiento, Habilidades Técnicas y Operativas, y Cuidado y Servicio. Los usuarios pueden
navegar entre dimensiones, ver su progreso en tiempo real, y seleccionar el modelo de prediccion
(KNN o Redes Neuronales) antes de procesar sus respuestas. EI formulario incluye persistencia
automatica en LocalStorage para evitar pérdida de datos y una interfaz de calificacion visual con
escala Likert de 1-5 representada por botones circulares con gradiente de colores.
Figura 11

Formulario de Informacion Personal para Iniciar la Evaluacion

[J @ localhost:5174/evaluation

&} TalentAl @ Inicio ST Q  Programas (D Acercade %
o Erika Monroy (® Tiempo: 1 min Sesion: N/A

Progreso general de la evaluacion

2, Informacién Personal

2 Nombre completo *

Erika Monroy

B3 Edad *

17

Género *

Masculino @ Femenino () Otro
® Ciudad/Pais *

‘ Bogotd ‘

Nota. Formulario de informacion personal para iniciar la evaluacion, solicitando datos basicos

como nombre, edad, género y ciudad.
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Captura del Formulario de Ingreso de Puntajes ICFES en Cinco Areas Evaluadas

&% OE LOBXO

00 Puntajes ICFES
Ingresa tus puntajes |

Matemticas * Lectura Critica *
70 64

Ciencias Naturales * Sociales y Ciudadanas *
59 55

Inglés *

Nota: Los puntajes ICFES son obligatorios para continuar. Ingresa valores entre 0 y 100 para cada area.

« Anterior Continuar >

Nota. Captura del formulario de ingreso de puntajes ICFES en cinco areas evaluadas, como

insumo para la personalizacion de recomendaciones.

Figura 13

Ejemplo de Pregunta de la Dimension

G}TalentAl @ nicio B Evaluacion Q Programas @ Acercade

Preguntalde5 Liderazgo

Progreso de la dimension

Capacidad para dirigir, motivar e influir en otros hacia el logro de
objetivos comunes.

Tengo facilidad para dirigir equipos de trabajo *

« Anterior

Nota. Ejemplo de pregunta de la dimensién Liderazgo en la evaluacion de competencias, con

escala de respuesta tipo Likert.
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Figura 14

Pantalla de Seleccién del Modelo de Prediccion

[l @ localhost:5174/evaluation

P TalentAl @ inicio Q Programss: () Acercds

©

Selecciona el Modelo de Prediccion

Elige el tipo de inteligencia artificial que analizara tu perfil para predecir las areas académicas mas
afines a ti.

KN ) Red Neuronal
K-Nearest b Red Neuronal Artificial
Modelo basado e militud que encuentra Modelo avanzado de inteligencia artificial que
patrones comparando tu perfil con casos aprende patrones complejos y relaciones no
similares. lineales.

% Caracteristicas

Intel a artific

~ Ventajas ~ Ventajas

~2-3 segundos 85-90% ~5-8 segundos 90-95%

¢Cudl modelo elegir?
Elige KNN si: Prefieres resultados rapidos y confiables, o si tu perfil se ajusta a patrones académicos tradicionales

Elige Red Neuronal si: Buscas el analisis mas preciso posible, tienes un perfil inico o multidisciplinario, 0 no te importa
esperar un poco mas por mejores resultados

< Iniciar Prediccién con Red Neuronal

Nota. Pantalla de seleccién del modelo de prediccion, comparando caracteristicas y ventajas

entre KNN y Red Neuronal.

Visualizacion de Resultados

La pagina de resultados muestra las areas vocacionales recomendadas a través de gréficos
interactivos desarrollados con Recharts, incluyendo un radar chart de competencias por
dimension y barras de compatibilidad porcentual. Los usuarios pueden ver el top 5 de areas
recomendadas con explicaciones detalladas, comparar resultados entre ambos modelos de ML, y

explorar programas académicos relacionados con filtros por institucion, modalidad y duracion.
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La visualizacion incluye elementos de micro-interaccion, tooltips informativos, y opciones de
exportacion en PDF para facilitar la toma de decisiones académicas y profesionales.

Cada seccion del frontend incluira capturas de pantalla que muestran la implementacion
final en la aplicacion web, demostrando la interfaz de usuario, la experiencia de navegacion y los
resultados visuales del sistema TalentAl.

Figura 15
Resultados Generales De La Evaluacion Completada

[J @ localhost:5174/evaluation noQ oh|e A o &% ODF L

P TalentAl D Acercade

jEvaluacion Completada!

Hola Erika Monroy, aqui estan tus resultados de la evaluacion de talento TalentAl.

8/8

iTu Analisis esta Completo!

Modelo utilizado: Red Neuronal Artificial

Top 4 Areas Académicas Recomendadas
ibilidad seg t erf

Sistemas e Informatica

Arte y Cultura
Programas de expres

@

Nota. Resultados generales de la evaluacion completada, con confirmacién de dimensiones

cubiertas y modelo de prediccion utilizado.
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Figura 16

Listado de las Principales Areas Académicas Recomendadas

[l @ localhost:5174/evaluation n Q h| @ A o & O E

P TalentAl D Acercade

Top 4 Areas Académicas Recomendadas

Sistemas e Informatica

amas de desarrollo de softwa

Arte y Cultura

as de exp

¢ Psicologia y Trabajo Social

Enfermeria y Auxiliares de Salud

gran fe at \ médica

@ 14rea seleccionada 3
A continuacion podrés explorar los programas académicos relacionados con tu seleccion
@ Sobre estos resultados
Estos porcentajes indican la probabilidad de éxito y satisfaccion en cada area académica segun el analisis de la red
neuronal. El modelo considera multiples factores y sus interrelaciones complejas.
Y Filtros de Busqueda v Mostrar Filtros

1643 Programas encontrados Mostrar: 10

Nota. Listado de las principales areas académicas recomendadas, priorizadas segun la afinidad

del perfil del estudiante.
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Figura 17

Exploracion Detallada de Programas Académicos Sugeridos

[ @ localhost:5174/evaluation

—
P TalentAl D Acercade
iPrediccién completada!
o L :

Los resultados estn listos para revisar

Y Filtros de Busqueda A Ocultar Filtros.

Buscar programa Ciudad Area de Conocimiento

Nombre del programa. BOGOTA [ Administracion y Gestion... ]

Nivel Académico

Todos los niveles £ Limpiar Filtros

2160 Programas encontrados Mostrar: 10 por pagina

TECNICO LABORAL EN AUXILIAR ADMINISTRATIVO
i CENTRO DE FORMACION INTEGRAL SAN CAMILO @ BOGOTA

[

Ver Mas

Técnico  Administracién y Gestion Empresarial

Programa de Técnico en CENTRO DE FORMACION INTEGRAL SAN CAMILO

TECNICO LABORAL EN AUXILIAR ADMINISTRATIVO EN SALUD
FEE ESTUDIO EMPRESARIAL CHAPINERO @ BOGOTA

[

Ver Mas

Técnico  Administracion y Gestion Empresarial

Programa de Técnico en FEE ESTUDIO EMPRESARIAL CHAPINERO

TECNICO LABORAL EN AUXILIAR ADMINISTRATIVO
£ FUNDACION MISIONEROS DIVINA REDENCION SAN FELIPE NERI @ BOGOTA

[

Ver Mas

Técnico  Administracion y Gestion Empresarial

Programa de Técnico en FUNDACION MISIONEROS DIVINA REDENCION SAN FELIPE NERI

TECNICO LABORAL EN AUXILIAR ADMINISTRATIVO EN SALUD
£ FUNDACION UNIVERSITARIA DEL AREA ANDINA ~ © BOGOTA

[

Ver Mas

Nota. Exploracion detallada de programas académicos sugeridos segun la seleccion del area de

interés y filtros aplicados.
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Conclusiones

Complementariedad de Modelos: KNN vs Redes Neuronales

Hallazgo Critico: Los resultados de laboratorio mostraron que KNN obtuvo mejor F1-
Score Macro (0.6262 vs 0.5832), mientras que las Redes Neuronales mantuvieron mejor
accuracy (66.57%). Esta diferencia sugiere que las Redes Neuronales pueden ofrecer mayor
estabilidad y potencial de escalabilidad para entornos de produccion con grandes volimenes de
usuarios, mientras que KNN proporciona mejor balance en métricas multiclase. La evaluacién en
condiciones reales de produccion sera crucial para determinar el modelo éptimo.

Arquitectura de 4 Capas: Disefio Sélido y Escalable

La arquitectura implementada (Frontend Next.js + Backend FastAPI + ML Models +
PostgreSQL) presenta un disefio sélido y bien estructurado que facilita el mantenimiento,
actualizaciones y escalamiento horizontal del sistema. Esta separacion clara de responsabilidades
entre capas proporciona una base técnica robusta para el crecimiento futuro de la aplicacion,
aunque aun requiere validacion en entornos de produccidn con usuarios reales.

Formulario de 100 Competencias: Base Sélida con Potencial de Mejora

El disefio de evaluacion en 8 dimensiones con 100 preguntas representa una base sélida y
funcional para el sistema, pero requiere investigacion psicologica mas profunda para optimizar la
precision diagndstica. La ausencia de pruebas con usuarios reales limita la validacién empirica
del instrumento. Es fundamental establecer una colaboracion interdisciplinaria entre psiclogos
educativos, expertos en orientacidn vocacional para validar el instrumento psicométricamente y
mejorar la calidad del dataset, lo que resultaria en predicciones mas precisas, cientificamente
fundamentadas y contextualmente relevantes. En este sentido, el formulario de 100 competencias

constituye un insumo valioso ya disefiado en TalentlA, cuya validacion empirica y difusién
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detallada debera abordarse en investigaciones posteriores para fortalecer su rigor psicométrico y
su utilidad practica.

Balance Estratégico: Interpretabilidad vs Precision y Escalabilidad en Produccién

La implementacion dual (KNN + Redes Neuronales) permite optimizar segun el contexto
de uso: KNN para casos que requieren explicabilidad inmediata y Redes Neuronales para
maxima precision en produccion. Esta flexibilidad arquitectonica es clave para diferentes
escenarios de orientacion vocacional. Ademas, la comparacion del rendimiento de ambos
modelos en produccion es fundamental para identificar cual escala mejor bajo diferentes cargas
de trabajo y volumenes de usuarios, proporcionando datos empiricos para decisiones

arquitectonicas futuras.
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Recomendaciones
Evaluacion y Optimizacion de Modelos en Produccion
Aunque KNN mostré mejor F1-Score en laboratorio, las Redes Neuronales presentan
mayor accuracy y potencial de escalabilidad. Se requiere evaluacion en produccion para
determinar el modelo 6ptimo segun diferentes escenarios de uso y cargas de trabajo.

Implementacion:

1. Implementar A/B testing riguroso entre KNN y Redes Neuronales en produccion
2. Optimizar hiperparametros de ambos modelos para condiciones reales

3. Desarrollar métricas de monitoreo comparativas en tiempo real

4, Establecer criterios de seleccidén automatica de modelo segun contexto de uso

Investigacion Psicoldgica y Refinamiento del Instrumento de Evaluacion
Realizar investigacion psicoldgica profunda en colaboracion con expertos en psicologia
educativa para redisefiar y validar cientificamente el instrumento de evaluacion de competencias.

Implementacion:

1. Colaborar con psicologos educativos y expertos en orientacion vocacional
2. Realizar analisis factorial y validacion psicométrica del instrumento actual
3. Redisefiar preguntas basandose en teorias psicologicas consolidadas

4, Implementar pruebas piloto con estudiantes reales para validacion empirica
5. Establecer normas y baremos especificos para el contexto colombiano

Recoleccion de Datos Reales y Entrenamiento Continuo
Implementar un sistema de retroalimentacion continua que capture datos reales de
estudiantes y egresados (universitarios, tecnélogos y técnicos) que ya eligieron carrera, de

manera que el modelo pueda entrenarse con trayectorias verificadas. Este proceso debe
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complementarse con pruebas piloto en instituciones educativas bajo consentimiento informado, y
con la integracion de datos oficiales del ICFES, SNIES y SENA. De esta forma, se consolidara
un pipeline robusto de informacion real que permitira mejorar la precision predictiva, fortalecer
la confiabilidad del sistema y garantizar su pertinencia en el contexto colombiano.
Implementacion:
1. Disenar un formulario inicial para recolectar datos de estudiantes y egresados que

ya eligieron carrera.

2. Ejecutar pruebas piloto en instituciones educativas, con consentimiento
informado.
3. Desarrollar un pipeline de integracion con bases oficiales (ICFES, SNIES y

SENA) combinado con los datos piloto.

4, Crear un sistema de seguimiento longitudinal de estudiantes para evaluar
trayectorias académicas y laborales reales.

5. Implementar reentrenamiento automatico mensual con datos actualizados.

6. Establecer métricas de validacion basadas en resultados académicos y de insercion
laboral.
Combinacién Optimizada de Modelos

Desarrollar un metamodelo ensemble que combine las fortalezas de Redes Neuronales
(precision) y KNN (interpretabilidad local) mediante algoritmos de voting ponderado y stacking
avanzado.

Implementacion:

1. Crear algoritmo de combinacion adaptativa segin confianza de predicciones

2. Implementar pesos dindmicos basados en caracteristicas del usuario



73

3. Desarrollar sistema de consenso para casos de alta incertidumbre

4, Validar mejoras mediante cross-validation estratificada
Meétricas de Evaluacion Avanzadas y Monitoreo Integral

Implementar métricas de evaluacion mas robustas y especificas que vayan mas alla de
Accuracy y F1-Score, proporcionando una evaluacion integral del rendimiento del sistema en
diferentes contextos y poblaciones.

Implementacion:

1. Métricas de Clasificacion Avanzadas: Precision, Recall, AUC-ROC, Matthews
Correlation Coefficient (MCC)

2. Meétricas de Calibracion: Brier Score, Expected Calibration Error (ECE) para
medir confianza de predicciones

3. Meétricas de Equidad: Demographic Parity, Equal Opportunity para evaluar sesgos
por género, estrato socioeconémico

4, Meétricas de Robustez: Stability Index, Adversarial Accuracy para medir
consistencia ante variaciones

5. Meétricas de Negocio: Satisfaction Score, Recommendation Acceptance Rate,
Long-term Academic Success Correlation

6. Dashboard en tiempo real con alertas automaticas para degradacion de

rendimiento.
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Apéndices
Apéndice A
Repositorio del Proyecto TalentAl

https://github.com/ErikaMonroy/talent_ai

Apéndice B
Notebook de Analisis Comparativo de Modelos
https://github.com/ErikaMonroy/talent_ai/blob/main/machine_learning_model/models/Talent

Al_Model_Comparison.ipynb

Apéndice C
Estructura del Proyecto TalentAl
La organizacion de carpetas y archivos del proyecto TalentAl se estructuré de la

siguiente manera:

. backend/: contiene la APl y los servicios de backend.

. frontend/: incluye la aplicacion web desarrollada en Next.js.

. modelo/: agrupa los modelos de Machine Learning y los analisis asociados.

. data/: almacena los datasets y archivos de datos utilizados.

. Models/: contiene la implementacion de los algoritmos de Machine Learning.
. README.md: archivo principal de documentacién del proyecto.

. Nota. Elaboracidn propia a partir del repositorio TalentAl en GitHub


https://github.com/ErikaMonroy/talent_ai

