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Resumen

El proyecto desarrolla un modelo predictivo orientado a estimar el desempefio territorial
en la implementacion de las Rutas Integrales de Atencion en Salud (RIAS) en Colombia,
utilizando series historicas del Monitor RIAS del SISPRO vy técnicas avanzadas de aprendizaje
automatico. La metodologia CRISP-DM permitio6 estructurar el proceso analitico desde la
depuracion de datos hasta la evaluacion de los modelos, garantizando rigor metodologico y
coherencia en los distintos niveles de desagregacion territorial.

Los algoritmos de ensamblaje —Random Forest, XGBoost y LightGBM— obtuvieron
los mejores resultados, alcanzando valores de explicabilidad (R?) entre 0,80 y 0,98, lo que
evidencia una alta capacidad para modelar la variabilidad real de los indicadores y generar
predicciones confiables. Con base en estos modelos se elabord una proyeccion combinada para el
periodo 2025-2027, que muestra estabilidad en los indicadores maternos y una progresion
gradual en dimensiones como salud bucal, salud visual y deteccion temprana.

En conjunto, los resultados consolidan una herramienta predictiva robusta y aplicable
para la planeacion estratégica en salud publica, facilitando la identificacion temprana de brechas
territoriales y el fortalecimiento de la toma de decisiones basada en evidencia.

Palabras claves: Salud publica, Rutas Integrales de Atencion en Salud, desempeio

territorial, ciencia de datos, modelamiento predictivo, gestion riesgo, aprendizaje automatico.



Abstract

This project develops a predictive model aimed at estimating territorial performance in
the implementation of the Comprehensive Health Care Routes (RIAS) in Colombia, using
historical series from the SISPRO RIAS Monitor and advanced machine learning techniques.
Following the CRISP-DM methodology, the analytical process encompassed data preparation,
model training, and evaluation across national, departmental, municipal, and institutional levels.

Ensemble algorithms—Random Forest, XGBoost, and LightGBM—achieved the highest
levels of explainability, with R? values ranging from 0.80 to 0.98, demonstrating a strong
capacity to model the real variability of RIAS indicators and produce reliable predictions. Using
these models, a combined projection for 2025-2027 was generated, revealing stability in
maternal-health indicators and gradual improvements in oral health, visual health, and early
detection metrics.

Overall, the results consolidate a robust predictive framework that supports strategic
health-system planning, enhances early identification of territorial gaps, and strengthens
evidence-based decision-making in public health.

Keywords: Public health, Comprehensive Health Care Routes, territorial performance,

data science, predictive modeling, risk management, machine learning.
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Introduccion

La implementacion de las Rutas Integrales de Atencion en Salud (RIAS) constituye uno
de los mayores desafios del sistema de salud colombiano, marcado por profundas diferencias
territoriales en capacidad operativa, gestion institucional y cumplimiento de los indicadores.
Aunque el Monitor RIAS del SISPRO ofrece una base sélida para el seguimiento, su caracter
retrospectivo limita la anticipacion de riesgos y dificulta orientar acciones oportunas en los
diferentes niveles de gestion.

Este contexto evidencia la necesidad de metodologias que permitan transformar los datos
histéricos en capacidades predictivas, facilitando la identificacion temprana de brechas, la
proyeccion del desempefio y la toma de decisiones basada en evidencia. La analitica avanzada y
el aprendizaje automatico brindan herramientas idoneas para este propodsito al permitir modelar
tendencias, reconocer patrones y generar estimaciones confiables del comportamiento territorial.

En respuesta a esta necesidad, el presente proyecto desarrolla y evaltia modelos de
aprendizaje supervisado orientados a predecir el cumplimiento de los indicadores RIAS a nivel
nacional, departamental, municipal e institucional. El objetivo es ofrecer un insumo técnico que
fortalezca la planificacion estratégica, el monitoreo continuo y la gestion del riesgo en salud

publica, contribuyendo a la equidad y efectividad de la implementacion de las rutas en el pais.
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Planteamiento del Problema

La adopcion de las Rutas Integrales de Atencion en Salud (RIAS) busca garantizar un
acceso oportuno y continuo a intervenciones esenciales en todo el territorio nacional. Sin
embargo, su implementacion presenta marcadas desigualdades entre departamentos, municipios
y aseguradores, reflejadas en variaciones significativas en el cumplimiento de los indicadores.
Aunque el Monitor RIAS del SISPRO ofrece informacion histérica para el seguimiento, su
enfoque descriptivo no permite anticipar rezagos ni proyectar escenarios futuros, lo que limita la
capacidad institucional para intervenir de manera temprana y focalizada.

La ausencia de metodologias analiticas que integren prediccion, andlisis multivariable y
comprension de patrones territoriales dificulta reconocer oportunamente brechas estructurales,
identificar comportamientos atipicos y orientar recursos de manera equitativa. Esta limitacion se
acentua en territorios con menor capacidad técnica y operativa, donde la variabilidad en el
cumplimiento de los indicadores no suele detectarse a tiempo para ajustar las estrategias de
gestion.

En este contexto, surge el interrogante central del proyecto: ;cémo puede un modelo de
aprendizaje automatico predecir el desempeno territorial de los indicadores de las RIAS y
fortalecer la toma de decisiones en salud publica? Abordar esta pregunta resulta esencial para
avanzar hacia sistemas de monitoreo preventivo, orientar acciones diferenciales y mejorar la

efectividad de la politica publica en salud.
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Justificacion

El fortalecimiento de la gestion publica en salud requiere herramientas que permitan
anticiparse a los riesgos territoriales asociados a la implementacion de las Rutas Integrales de
Atencion en Salud (RIAS). Aunque el Monitor RIAS del SISPRO provee informacion histérica
relevante, su caracter retrospectivo limita la capacidad institucional para actuar de manera
proactiva, identificar brechas estructurales y orientar recursos hacia los territorios con mayores
rezagos. Esta insuficiencia analitica se refleja en desigualdades persistentes en el cumplimiento
de los indicadores, especialmente en regiones con menor capacidad operativa.

Desde la perspectiva técnica, la analitica avanzada y el aprendizaje automatico ofrecen la
posibilidad de transformar datos administrativos en modelos predictivos capaces de estimar el
desempefio territorial, identificar patrones de cumplimiento y generar alertas tempranas. La
construccion de un modelo robusto y replicable permite evolucionar del anélisis descriptivo
tradicional hacia un enfoque predictivo que fortalezca la toma de decisiones.

Desde la perspectiva académica, el proyecto materializa la aplicacion practica de los
conocimientos adquiridos en ciencia de datos, aportando una metodologia rigurosa basada en
CRISP-DM vy en la comparacion de algoritmos de aprendizaje supervisado. Con ello, contribuye
al campo de la analitica en salud, donde la evidencia sobre prediccion del desempefio territorial
de las RIAS sigue siendo limitada.

Desde la perspectiva social y de politica publica, el modelo predictivo contribuye a la
equidad en salud al facilitar la identificacion de territorios con bajo cumplimiento, priorizar
acciones de mejora y orientar decisiones estratégicas sustentadas en evidencia. De esta manera,
la propuesta se inscribe en los principios de calidad, integralidad y equidad que guian las

politicas nacionales de salud.
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Objetivos
Objetivo General

Evaluar modelos de aprendizaje automatico para interpretar y anticipar el
comportamiento territorial de los indicadores de las Rutas Integrales de Atencion en Salud
(RIAS), con el fin de generar informacion 1til que apoye la toma de decisiones y el
fortalecimiento de la gestion en salud publica.

Objetivos Especificos

Analizar los datos historicos de los indicadores de las Rutas Integrales de Atencion en
Salud (RIAS) disponibles en SISPRO, con el proposito de reconocer tendencias de
comportamiento y diferencias territoriales que sirvan como base para el modelamiento
predictivo.

Aplicar y comparar modelos de aprendizaje supervisado para seleccionar aquellos con
mayor pertinencia en la prediccion del comportamiento de los indicadores de las Rutas Integrales
de Atencion en Salud (RIAS) en los diferentes niveles territoriales.

Determinar el desempefio de los modelos predictivos mediante métricas apropiadas, con
el fin de identificar cudles ofrecen mayor confiabilidad y precision en la estimacion del
comportamiento de los indicadores de las Rutas Integrales de Atencion en Salud (RIAS).

Validar la capacidad predictiva de los modelos seleccionados mediante la elaboracion de
proyecciones y la revision de las tendencias esperadas en los indicadores de las Rutas Integrales
de Atencion en Salud (RIAS), garantizando su utilidad para la planificacion y la toma de

decisiones.
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Marco Conceptual

Rutas Integrales de Atencion en Salud

Las RIAS son herramientas fundamentales del SGSSS orientadas a organizar, articular y
garantizar el acceso integral y continuo a los servicios de salud. Se estructuran para responder a
necesidades especificas del curso de vida y condiciones del entorno, bajo principios de
integralidad, gestion del riesgo y participacion comunitaria. Su implementacion obligatoria estéa
definida en la Resolucion 3280 de 2018 (Ministerio de Salud y Proteccion Social, 2018).
Finalidad de las RIAS

Su objetivo es asegurar la atencion efectiva en promocion, prevencion, diagnostico,
tratamiento, rehabilitacion y cuidados paliativos, considerando infraestructura, perfiles
epidemiologicos y capacidad operativa territorial. La gestion del riesgo permite anticipar eventos
adversos y orientar intervenciones oportunas (Ministerio de Salud y Proteccion Social, 2018).
Tipos de Intervenciones

Las RIAS integran intervenciones individuales, colectivas, poblacionales y de gestion.
Estas permiten estructurar acciones clinicas, comunitarias, diferenciales y administrativas,
constituyendo la base para la definicion y analisis de indicadores utilizados en modelos
predictivos (Ministerio de Salud y Proteccion Social, 2018).
Enfoques Orientadores

Su implementacion se fundamenta en enfoques basados en derechos, enfoque diferencial,
enfoque familiar y comunitario y atencion primaria en salud. Estos garantizan pertinencia,
equidad y culturalidad, elementos clave para interpretar los resultados y contextualizar

predicciones territoriales (Ministerio de Salud y Proteccion Social, 2018).
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Adaptabilidad Territorial y Gestion del Riesgo

La adaptabilidad territorial reconoce las diferencias en capacidad operativa,
infraestructura y perfil epidemioldgico. La gestion del riesgo permite priorizar acciones y
optimizar recursos, lo que se refleja en los indicadores historicos que sirven como insumo para
modelos de prediccion (Ministerio de Salud y Proteccion Social, 2018).
Desempeiio Territorial en Salud

El desempefio territorial se evalia mediante indicadores de cobertura, oportunidad,
calidad y continuidad. El Monitor RIAS del SISPRO permite identificar brechas entre
departamentos y municipios, especialmente en areas como salud materna, visual, bucal y
deteccion temprana (Ministerio de Salud y Proteccion Social, 2024).
Indicadores de las RIAS

Los indicadores permiten medir el avance territorial en zonas y grupos poblacionales,
facilitando la identificacion de tendencias y brechas. Su desagregacion anual y territorial permite
construir modelos predictivos que anticipen resultados y apoyen decisiones estratégicas en salud
publica.
Analitica de Datos en Salud

La analitica transforma datos clinicos, epidemioldgicos y administrativos en informacion
util mediante mineria de datos, aprendizaje automatico y métodos computacionales. Permite
reconocer patrones, anticipar comportamientos y fortalecer la gestion basada en evidencia (J
Med Internet Res, 2021).
Aprendizaje Supervisado y Regresion

El aprendizaje supervisado utiliza datos histéricos con salidas conocidas para entrenar

modelos. La regresion permite estimar valores continuos y predecir el desempefio territorial de
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los indicadores RIAS en funcion del tiempo y la geografia (Hastie, Tibshirani & Friedman,
2017, Breiman, 2001).
Regresion con Arboles de Decisién

Los arboles de decision permiten predecir valores continuos a partir de divisiones ldgicas
de los datos. Los ensamblajes como Random Forest o Gradient Boosting aumentan la precision y
reducen el sobreajuste, siendo ampliamente utilizados en prediccion en salud (Breiman, 2001
Hastie, Tibshirani & Friedman, 2017; Katuwal & Suganthan, 2018).
Modelos Predictivos en Salud

Los modelos predictivos permiten anticipar el desempefio de los territorios, generar
alertas tempranas y apoyar intervenciones basadas en datos. Su valor radica en fortalecer la
planeacion y la asignacion eficiente de recursos (J Med Internet Res, 2021; Moran Pizarro et al.,
2023).
Métricas de Evaluacion de Regresion

Las métricas como MSE, MAE y R? permiten validar la precision, estabilidad y utilidad
de un modelo predictivo, asegurando su aplicabilidad real en la gestion en salud publica

(Barreto, 2024, Gaitan, 2022; Bonaccorso, 2018).
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Marco Tedrico

Marco Normativo de las RIAS

La Resolucion 3280 de 2018 constituye el principal referente normativo para la
organizacion y ejecucion de las RIAS dentro del SGSSS. Establece un enfoque centrado en la
persona, el curso de vida y la gestion del riesgo, definiendo intervenciones individuales,
colectivas, poblacionales y de gestion, asi como los principios de adaptabilidad territorial,
equidad, calidad y participacion comunitaria. Esta normativa delimita las responsabilidades de
administradores, territorios y prestadores, y define los indicadores que alimentan herramientas de
monitoreo como el Monitor RIAS, insumo central para este proyecto (Ministerio de Salud y
Proteccion Social, 2018).
Analitica de Datos en Salud y Toma de Decisiones

La analitica de datos se ha consolidado como un componente crucial para la planeacion y
el monitoreo en salud, permitiendo procesar grandes volimenes de informacion clinica,
administrativa y poblacional. El uso de técnicas estadisticas y de aprendizaje automatico facilita
identificar patrones, predecir comportamientos y evaluar el desempefio institucional y territorial,
contribuyendo a decisiones basadas en evidencia (J Med Internet Res, 2021). En el contexto de
las RIAS, esta perspectiva metodoldgica respalda la necesidad de transformar datos histdricos en
insumos predictivos capaces de orientar la planificacion territorial.
Aportes Metodologicos para el Analisis Territorial

La literatura muestra que los modelos predictivos basados en aprendizaje automatico
permiten interpretar datos administrativos, epidemioldgicos y operativos, anticipando niveles de
cumplimiento y apoyando la gestion del riesgo. Para este proyecto, estos referentes validan el

uso de modelos supervisados y técnicas de regresion como mecanismos para estimar el
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comportamiento futuro de los indicadores, integrando resultados en procesos de planeacion y
mejora continua del desempefio territorial (Andrade-Giron et al., 2023).
Enfoques Institucionales, Desigualdad y Brechas Territoriales

Estudios recientes evidencian la fragmentacion de la promocion de la salud en Colombia,
orientada mayormente a acciones individuales y desconectada de enfoques comunitarios y
determinantes sociales. Esta desarticulacion genera brechas entre el disefio normativo y la
implementacion real, afectando el desempenio territorial de las RIAS (Mosquera-Becerra et al.,
2023). Estos hallazgos justifican incorporar en el modelamiento variables que reflejen
diferencias operativas, capacidad institucional, continuidad de intervenciones y coherencia
normativa-operativa, las cuales influyen directamente en el nivel de cumplimiento de los
territorios.
Aprendizaje Automatico y Comparacion de Algoritmos

Investigaciones aplicadas en salud publica demuestran que comparar distintos algoritmos
supervisados —como regresion logistica, arboles de decision, Random Forest, SVM y Naive
Bayes— mejora la seleccion del modelo mas adecuado segun el tipo de dato y objetivo analitico.
Asimismo, se destaca la importancia del balanceo de datos, validacion cruzada y prevencion del
sobreajuste, garantizando predicciones confiables y replicables (Andrade-Giron et al., 2023).
Estos elementos fundamentan la estrategia metodologica adoptada, basada en la evaluacion
comparativa de modelos para identificar aquellos con mayor capacidad predictiva.
Modelos Multivariables y Dimension Espacio -Temporal

Estudios recientes enfatizan la importancia de modelos multivariables y no lineales —
como redes neuronales, SVM, Random Forest y ensamblajes de arboles— en contextos

epidemioldgicos complejos, donde multiples factores interactian de manera simultanea (Polo-
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Triana et al., 2023). La consideracion de estructuras espacio-temporales fortalece la capacidad
del modelo para capturar cambios por municipio y por aio, lo que resulta especialmente
pertinente para analizar el desempeiio territorial de las RIAS.
Procesamiento Multivariable de Datos Territoriales

La literatura destaca que la calidad y representatividad de los datos son mas
determinantes que la técnica predictiva utilizada. Estrategias como limpieza, normalizacion,
seleccion de atributos y segmentacion temporal son claves para construir bases territoriales
robustas. En estudios aplicados, algoritmos como Random Forest han mostrado eficiencia,
estabilidad y facilidad de interpretacion para analisis institucionales y territoriales (Murioz-
Ordoniez et al., 2020).
Aplicacion de IA en Datos Agregados en Salud

El uso de IA en datos agregados permite anticipar resultados, generar indicadores
automatizados y mejorar el monitoreo institucional. Su aplicacion en unidades de analisis
agregadas —como municipios o rutas de atencion— demuestra la viabilidad de construir
sistemas predictivos para la gestion territorial en salud, apoyados en métricas robustas como
MAE, MSE y R? (Singla et al., 2024).
Analitica Territorial Aplicada a Cobertura y Desempeiio Institucional

Modelos basados en integracion de datos administrativos, depuracion, analisis por
cohortes y visualizacion dindmica permiten anticipar variaciones en cobertura, desempefio
institucional y continuidad del aseguramiento. Este enfoque respalda la viabilidad de construir un

modelo predictivo territorial centrado en indicadores de las RIAS (Dorado Daza, 2023).
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Modelos Eficientes en Contextos de Baja Capacidad Tecnolégica

Investigaciones muestran que modelos simples pero bien optimizados como SVM, KNN
y arboles de decision pueden alcanzar altos niveles de precision operando incluso en entornos de
bajo consumo computacional, lo que los hace aplicables a territorios con capacidades técnicas
limitadas (Nifio Rondon, 2024).
Procesamiento Avanzado y Deteccion de Patrones

Estrategias como reduccion de dimensionalidad, extraccion de caracteristicas temporales
y normalizacién de datos permiten construir matrices multivariables para prediccion territorial.
Estas técnicas, junto con modelos multivariables como redes neuronales o regresion no lineal,
favorecen la deteccion de patrones territoriales y la generacion de alertas tempranas (Barahona
Garcia & Jaramillo Marin, 2022).
Variables Socioeconémicas y Ambientales como Predictoras

Se ha demostrado que datos socioecondmicos, demograficos y ambientales pueden usarse
con éxito para construir modelos predictivos robustos en salud publica, sin necesidad de
informacion clinica detallada. Esto valida el uso de datos administrativos y poblacionales como
insumos para anticipar el desempefio territorial en la implementacion de las RIAS (Mejia et al.,
2023).
Disefio Metodologico Integral y Seleccion de Algoritmos

Diversos estudios refuerzan la necesidad de pipelines completos que incluyan extraccion,
limpieza, transformacion, modelamiento comparativo, validacion cruzada y evaluacion mediante
métricas robustas como sensibilidad, especificidad y AUC-ROC. Estas buenas practicas guian el
disefio de un modelo predictivo sostenible, escalable y ajustado a las particularidades territoriales

(Lopez Rodriguez & Isaza Vides, 2023).
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Metodologia
La metodologia del proyecto se fundamenta en el estindar CRISP—-DM, reconocido por
su caracter estructurado, iterativo y adaptable para el desarrollo de modelos predictivos basados
en analitica avanzada. Este enfoque guia las seis fases del proceso mediante las cuales se
construyo6, evalud y consolid6 el modelo de aprendizaje automatico disefiado para predecir el
desempefio territorial de los indicadores de las Rutas Integrales de Atencion en Salud (RIAS).
Figura 1

Fases del Proceso CRISP-DM para el Desarrollo de Modelos Analiticos
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Comprension del Negocio

El proyecto tiene como proposito desarrollar un modelo predictivo capaz de anticipar el
nivel de cumplimiento de los indicadores RIAS en los niveles nacional, departamental, municipal
y asegurador. El modelo utiliza datos historicos del SISPRO con periodicidad anual y se evalua
mediante métricas como MAE, MSE, RMSE y R2. Esta fase permitio definir el alcance, los
requerimientos analiticos y el flujo conceptual del problema, incluyendo la relacion entre los
datos de entrada, el procesamiento y las predicciones destinadas a apoyar la planificacion

estratégica en salud publica.



Figura 2

Diagrama Conceptual del Problema: Prediccion del Desempeiio Territorial
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Comprension de los Datos

Se realiz6 un andlisis exploratorio (EDA) para evaluar la estructura, completitud y

coherencia de los registros del Monitor RIAS. Se verificaron numeradores, denominadores y
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resultados porcentuales, y se valido la integridad territorial mediante la codificacion DIVIPOLA

y los identificadores de aseguradores. Se aplicaron técnicas estadisticas y visuales para
identificar patrones de comportamiento, correlaciones, grupos de desempeno y tendencias

temporales, permitiendo reconocer areas con rezagos estructurales o avances consolidados.

Preparacion de los Datos

La preparacion de datos incluyd tareas de depuracion, transformacion y estandarizacion

necesarias para el uso adecuado de modelos supervisados. Se eliminaron registros incompletos,
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se normalizaron escalas, se aplico Label Encoding a las variables categoricas y se excluyo el afio
2025 por no corresponder a un corte anual cerrado.

La variable objetivo seleccionada fue el valor porcentual del indicador (Ind), mientras
que las predictoras incluyeron afio, identificador del indicador y variables
territoriales/institucionales. Posteriormente, los datos fueron normalizados mediante
StandardScaler para uniformar magnitudes entre variables.

De acuerdo con las buenas practicas de modelamiento supervisado, el conjunto final
depurado se dividi6 en 70 % para entrenamiento y 30 % para prueba, garantizando un adecuado
balance entre aprendizaje del modelo y capacidad de generalizacién, manteniendo la coherencia
temporal y territorial entre niveles.

Modelado

Se entrenaron diversos algoritmos de aprendizaje supervisado, desde técnicas lineales
hasta modelos no lineales y de ensamblaje. Entre ellos: Linear Regression, Ridge, Lasso, Elastic
Net, KNN, SVR, Decision Tree, Random Forest, Extra Trees, Gradient Boosting, MLP,
XGBoost, LightGBM y CatBoost.

El analisis comparativo de los niveles nacional y departamental permiti6 seleccionar los
seis modelos con mejor desempefio global —XGBoost, LightGBM, Random Forest, Decision
Tree, CatBoost y Gradient Boosting— los cuales se aplicaron posteriormente a los niveles
municipal e institucional debido a su mayor estabilidad, precision y eficiencia computacional.
Evaluacion

Los modelos fueron evaluados mediante métricas de regresion: R?, MAE, MSE y RMSE,
analizando la capacidad predictiva, la magnitud del error y la variabilidad explicada por cada

algoritmo. Las métricas fueron presentadas en tablas comparativas y visualizadas mediante
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graficos normalizados para facilitar la interpretacion del comportamiento de los modelos en cada
nivel territorial.
Despliegue

Se consolidaron los modelos, parametros, métricas y scripts en un entorno reproducible
basado en Jupyter Notebook y archivos .csv, organizado segun las fases CRISP-DM. Este
repositorio analitico permite reentrenar los modelos con nuevas vigencias del Monitor RIAS,

actualizar predicciones y recalibrar métricas de desempeiio.



Cronograma de Actividades

Tabla 1

Cronograma de Trabajo del Proyecto Segun la Metodologia CRISP-DM
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Actividad Mes inicio ~ Mes final ~ Porcentaje
Comprension del negocio 1 1 10%
Comprension de los datos 1 2 15%
Preparacion de los datos 2 2 20%
Modelado 2 3 20%
Evaluacion 3 3 15%
Despliegue (prototipos y consolidacion) 3 3 20%
Total 100%




Tabla 2

Presupuesto del Proyecto
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Presupuesto del Proyecto

Tipo de recurso

Descripcion Presupuesto

Equipo humano

Equipos y software

Viajes y salidas de campo

Actividades desarrolladas directamente por el
estudiante bajo la tutoria académica asignada. No $0
implica contratacion ni costos adicionales.
Uso de computador personal, software de codigo
abierto (Python) y recursos institucionales $0
provistos por la universidad.
No se requieren desplazamientos fisicos; el
proyecto se desarrolla con datos disponibles en $0
linea.

No se contemplan insumos fisicos; el trabajo se

Materiales y suministros $0
realiza en formato digital.
Se utilizaran bases de datos y literatura académica
Bibliografia de acceso abierto y recursos bibliograficos de la $0
universidad.
Total $0




Resultados o Productos Esperados
Tabla 3

Resultados o Productos Esperados

27

Resultado o producto esperado Indicador Beneficiario
Numero de bases integradas y
Base de datos consolidada y Estudiante y
depuradas sobre el total de fuentes
depurada a partir de fuentes oficiales Universidad

oficiales identificadas
Aplicacion modelo predictivo Numero de métricas de desempefio
funcional para estimar el desempefio  que alcanzan o superan el umbral
territorial en la implementacion de definido sobre el total de métricas
las RIAS establecidas
Documento técnico y académico con Numero de entregables presentados y
metodologia, resultados y validados sobre el total de entregables

conclusiones exigidos por la universidad

Estudiante y

Universidad

Universidad
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Resultados

Analisis de los Datos Historicos y Tendencias Territoriales

El andlisis de los indicadores del Monitor RIAS evidencia patrones definidos en el
comportamiento temporal y territorial del cumplimiento. Tal como se observa en la Figura 3, los
indicadores se agrupan en seis trayectorias que reflejan distintos niveles de avance: algunos
presentan cumplimiento alto y sostenido, mientras que otros muestran bajo desempefio
persistente o alta variabilidad interanual, lo que sugiere inestabilidad operativa o inconsistencias
en la capacidad de reporte.
Figura 3

Indicador Agrupado en Seis Clusters de Cumplimiento
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La Figura 4 muestra diferencias relevantes entre las agrupaciones de salud. La salud

materna y gestacion mantiene los niveles mas altos y estables de cumplimiento, mientras que



salud bucal, salud visual y deteccion temprana registran valores bajos y escasos avances. En

contraste, la dimension de desarrollo integral presenta una tendencia creciente, reflejando un

fortalecimiento progresivo de las acciones preventivas en el curso de vida.

Figura 4

Dimensiones de Salud y Clusteres de Cumplimiento
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Desde la perspectiva territorial, los resultados por departamento representados en la
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Figura 5 revelan contrastes marcados en el desempefio. Los territorios del centro y noroccidente

conforman el grupo de mayor cumplimiento y progreso sostenido, mientras que las regiones del

sur y oriente se ubican en los clusteres de bajo desempefio, con rezagos persistentes. Entre estos

extremos se encuentran departamentos con mejoras graduales, que consolidan trayectorias

intermedias.
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Figura 5

Tendencias Territoriales por Cluster
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Buenaventura.

En conjunto, los hallazgos indican una mejora general del cumplimiento, pero también
una heterogeneidad significativa entre dimensiones e inequidades territoriales. Las lineas
maternas se destacan como las mas consolidadas, mientras que las acciones preventivas siguen
siendo las mas rezagadas, lo que resalta la necesidad de intervenciones diferenciadas para
fortalecer la equidad en la implementacion territorial de las RIAS.

Aplicacion y Comparacion de Modelos de Aprendizaje Supervisado

La aplicacion de los modelos de aprendizaje supervisado permitio evaluar el desempeiio

predictivo en los cuatro niveles de analisis del Monitor RIAS: nacional, departamental,

municipal e institucional. En todos los casos, la comparacion se realizd bajo condiciones
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homogéneas, empleando idénticas bases de entrenamiento y prueba, asi como las mismas
meétricas de evaluacion.

En el nivel nacional, la Figura 6 evidencia diferencias claras entre los modelos lineales y
los métodos de ensamblaje. Algoritmos como XGBoost, Decision Tree, CatBoost y Random
Forest registran los valores mas altos de R? y los menores errores, demostrando una mejor
capacidad de ajuste frente a la variabilidad temporal de los indicadores. Los modelos lineales,
por el contrario, presentan un rendimiento limitado en la captura de relaciones no lineales.
Figura 6

Evaluacion Nacional por Modelo
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En el nivel departamental, la Figura 7 confirma nuevamente la superioridad de los
modelos no lineales. La mayor densidad y variabilidad de los datos departamentales favorece el

desempefio de XGBoost, LightGBM, Random Forest y Decision Tree, que alcanzan métricas
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mas altas de R? y errores reducidos. Los métodos lineales pierden precision en este nivel por su
menor capacidad para representar diferencias territoriales.
Figura 7

Evaluacion de Modelos por Departamento
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En el nivel municipal, la Figura 8 muestra una menor diferencia entre los modelos,
aunque Random Forest, XGBoost y LightGBM contintian encabezando los mejores resultados.
La alta heterogeneidad municipal disminuye la precision global, pero los modelos de ensamblaje
mantienen ventajas en estabilidad y ajuste, con errores moderados y coeficientes de

determinacion superiores respecto a las alternativas lineales.



Figura 8

Evaluacion de Modelos por Municipio
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Finalmente, en el nivel institucional, la Figura 9 revela un comportamiento altamente
consistente entre los modelos. Random Forest, XGBoost y LightGBM logran nuevamente los
valores mas altos de R? y los menores errores, reflejando un desempefio robusto en la prediccion
por asegurador. CatBoost y Decision Tree también presentan un rendimiento cercano,

evidenciando estabilidad y capacidad de generalizacion.



Figura 9

Evaluacion de Modelos por Aseguradora
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En conjunto, los cuatro niveles muestran una tendencia uniforme: los modelos basados en
arboles y gradiente (XGBoost, LightGBM, Random Forest, CatBoost, Decision Tree y Gradient
Boosting) ofrecen el mejor equilibrio entre ajuste, precision y estabilidad, logrando capturar
relaciones no lineales y variaciones territoriales de los indicadores RIAS con mayor eficacia que
los modelos lineales.

Evaluacion del Desempeiio de los Modelos Predictivos

La evaluacion cuantitativa de los modelos supervisados permitio analizar el ajuste, la
precision y la estabilidad de las predicciones en los cuatro niveles de desagregacion del Monitor
RIAS. Para ello se emplearon las métricas R?, MAE, MSE y RMSE, lo cual facilito comparar el

rendimiento de los algoritmos ante distintos grados de variabilidad territorial.



35

En el nivel nacional, la Tabla 4 muestra una superioridad marcada de los modelos
basados en arboles y gradiente. XGBoost obtuvo el mejor desempeio (R? = 0,98, RMSE = 3,20),
seguido por Decision Tree y CatBoost. Los modelos lineales presentaron un rendimiento
significativamente menor (R? = 0,11), confirmando su incapacidad para capturar relaciones no
lineales y la complejidad temporal del indicador.

Tabla 4

Comparativo de Modelos Supervisados de Regresion — Nivel Nacional

Modelo R? MAE MSE RMSE
XGBoost 0,98 2,42 10,23 3,20
Decision Tree 0,95 3,76 33,86 5,82
CatBoost 0,93 5,22 43,19 6,57
Random Forest 0,92 5,13 51,68 7,19
Gradient Boosting 0,92 5,60 51,71 7,19
LightGBM 0,83 7,70 103,65 10,18
Extra Trees 0,78 8,33 138,62 11,77
Neural Network 0,53 13,45 292,86 17,11
KNN Regressor 0,46 14,26 335,92 18,33
Elastic Net 0,11 18,04 553,92 23,54
SVR 0,11 16,50 553,95 23,54
Lasso 0,11 17,97 554,97 23,56
Ridge 0,11 17,95 555,30 23,56

Linear Regression 0,11 17,95 555,42 23,57
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En el nivel departamental, la Tabla 5 evidencia que XGBoost y LightGBM alcanzan los
valores mas altos de R? (0,96) y errores reducidos, manteniendo una alta consistencia frente a la
variabilidad territorial. Los modelos lineales y SVR muestran un deterioro notable en su
capacidad predictiva, registrando errores elevados y menor ajuste frente a las diferencias
departamentales.

Tabla 5

Comparativo de Modelos Supervisados de Regresion — Nivel Departamental

Modelo R? MAE MSE RMSE
XGBoost 0,96 3,37 25,48 5,05
LightGBM 0,96 3,50 27,21 5,22
Random Forest 0,95 3,45 31,73 5,63
Decision Tree 0,93 3,93 44,83 6,70
CatBoost 0,92 5,05 48,87 6,99
Extra Trees 0,92 4,70 52,52 7,25
Gradient Boosting 0,89 6,39 70,80 8,41
Neural Network 0,70 10,11 186,07 13,64
KNN Regressor 0,61 10,65 246,94 15,71
SVR 0,25 14,40 470,82 21,70
Linear Regression 0,16 17,89 529,45 23,01
Ridge 0,16 17,89 529,45 23,01
Lasso 0,16 17,91 529,55 23,01

Elastic Net 0,16 17,97 530,06 23,02
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En el nivel municipal, la Tabla 6 indica una reduccion general del ajuste debido a la
heterogeneidad local. Aun asi, Random Forest (R? = 0,82) lidera el desempefo, seguido de
XGBoost y LightGBM (R? = 0,81). Aunque los errores son mas altos que en niveles superiores,
los modelos de ensamblaje mantienen estabilidad y logran reproducir tendencias municipales con
aceptable precision.

Tabla 6

Comparativo de Modelos Supervisados de Regresion — Nivel Municipal

Modelo R? MAE MSE RMSE
Random Forest 0,82 6,81 137,95 11,75
XGBoost 0,81 7,78 143,33 11,97
LightGBM 0,81 7,88 144,66 12,03
CatBoost 0,78 8,79 168,01 12,96
Gradient Boosting 0,75 9,97 196,13 14,00
Decision Tree 0,74 7,79 202,32 14,22

En el nivel asegurador, la Tabla 7 confirma nuevamente a Random Forest como el
modelo con mejor desempeiio (R? = 0,80, RMSE = 12,14), seguido por XGBoost y LightGBM,
que registran métricas cercanas. CatBoost, Decision Tree y Gradient Boosting completan el
grupo de alto rendimiento, mientras que los modelos lineales y redes neuronales muestran un

desempefio inferior y poco estable.
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Tabla 7

Comparativo de Modelos Supervisados de Regresion — Nivel Asegurador

Modelo R? MAE MSE RMSE
Random Forest 0,80 6,25 147,31 12,14
XGBoost 0,77 8,01 173,54 13,17
LightGBM 0,77 8,07 174,16 13,20
CatBoost 0,72 9,35 211,41 14,54
Decision Tree 0,68 7,45 237,95 15,43
Gradient Boosting 0,68 10,44 238,63 15,45

En conjunto, los cuatro niveles analizados muestran una conclusion consistente: los
modelos basados en arboles y gradiente (Random Forest, XGBoost, LightGBM, CatBoost,
Decision Tree y Gradient Boosting) ofrecen el mejor equilibrio entre ajuste, precision y robustez,
manteniendo un rendimiento superior frente a modelos lineales incluso en escenarios con alta
variabilidad territorial. Estos resultados respaldan su eleccion para las fases finales de validacion
y proyeccion predictiva del modelo.

Resultados de la Validacion y Proyeccion

La validacion de los modelos seleccionados tuvo como objetivo comprobar su capacidad
de generalizacion y la estabilidad de sus predicciones al aplicarse sobre valores proyectados del
Monitor RIAS. Para este proceso se eligieron los tres algoritmos con mejor desempefio en la fase
anterior —Random Forest, XGBoost y LightGBM—, los cuales fueron integrados mediante un
esquema de votacion ponderada, asignando a cada modelo un peso proporcional a su coeficiente

de determinacion (R?). La prediccion final resultoé del promedio ponderado de los valores
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estimados, combinando la robustez de Random Forest, la eficiencia de XGBoost y la capacidad
de generalizacion de LightGBM.

La Figura 10 muestra el mapa de calor correspondiente a la proyeccion combinada de los
indicadores del Monitor RIAS entre 2018 y 2027. En la visualizacion se distinguen patrones de
evolucion diferenciados por grupos de indicadores: las acciones maternas y de gestacion
mantienen niveles altos y estables de cumplimiento, representados en tonalidades azul oscuro;
las valoraciones integrales del curso de vida exhiben una tendencia creciente, indicando una
mejora sostenida en la cobertura poblacional; y las dimensiones de salud bucal, salud visual y
deteccion temprana de cancer presentan valores bajos pero con incrementos graduales hacia el
final del horizonte proyectado, lo que refleja avances progresivos aunque atn insuficientes

respecto a las metas de integralidad.
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Figura 10

Proyeccion de Resultados del Monitor RIAS (2018—2027)
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En conjunto, los resultados confirman que la estrategia de votacion ponderada mejora la

estabilidad y precision de las predicciones, reduciendo la sensibilidad a la variabilidad de un

Resultado del indicador

unico algoritmo. La coherencia entre los patrones historicos y las trayectorias proyectadas valida

la aplicabilidad del modelo combinado como herramienta estratégica para la planificacion, el

seguimiento y la priorizacion de intervenciones territoriales en salud publica.
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Conclusiones

El analisis historico y la clusterizacion de los indicadores mostraron patrones
estructurales robustos y estadisticamente consistentes en el desempeno territorial de las Rutas
Integrales de Atencion en Salud. La clasificacion de los indicadores en seis trayectorias
diferenciadas —resultado del analisis multianual y de técnicas de agrupamiento— permitid
identificar comportamientos de alto, medio y bajo cumplimiento respaldados por medidas de
tendencia central, dispersion y variabilidad interanual. Las figuras comparativas evidenciaron
diferencias sostenidas entre dimensiones: mientras los indicadores maternos alcanzaron valores
superiores al 80-90 % de cumplimiento en la mayor parte del periodo, los indicadores de salud
bucal, salud visual y deteccion temprana permanecieron en rangos inferiores al 40 %,
confirmando mediante evidencia estadistica la existencia de brechas persistentes y estructurales
entre territorios y lineas de accion.

La evaluacion comparativa de algoritmos demostrd, con base en métricas de desempefio
como R? MAE, MSE y RMSE, que los modelos de ensamblaje (XGBoost, LightGBM y
Random Forest) superan ampliamente a los enfoques lineales y a los métodos tradicionales.
Estos modelos alcanzaron coeficientes de determinacion entre 0,80 y 0,98, errores absolutos
medios entre 2 y 8 puntos porcentuales segun el nivel, y residuos centrados y simétricos, lo que
valida estadisticamente su capacidad para capturar relaciones no lineales entre variables
temporales, territoriales e institucionales. La consistencia de estas métricas en los niveles
nacional, departamental, municipal e institucional constituye un aporte metodolédgico sélido,
respaldado por andlisis cuantitativos reproducibles y graficas de ajuste que confirman la

superioridad de estos modelos en escenarios de alta variabilidad.
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La proyeccion de resultados a través del modelo combinado por votacion ponderada —
integrando el desempefio de los tres modelos con mayores valores de R>— permitio anticipar
comportamientos futuros con estabilidad y coherencia estadistica. El heatmap proyectado para
2025-2027 evidencio tendencias de continuidad en los indicadores maternos y mejoras
moderadas en salud visual, bucal y deteccion temprana, apoyadas en valores predichos
consistentes entre modelos y sin presencia de sesgos sistematicos en los residuos. Este resultado
valida la capacidad del enfoque predictivo para generar escenarios verificables, Utiles para
anticipar brechas y orientar la planificacion territorial desde un fundamento cuantitativo robusto

y sustentado en modelos con alta capacidad explicativa.
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Recomendaciones

A partir de los resultados obtenidos, se recomienda implementar un sistema institucional
de monitoreo predictivo que permita actualizar periddicamente los datos del Monitor RIAS,
recalibrar los modelos y validar la estabilidad del desempefio territorial en cada vigencia. Este
sistema debe integrarse en los procesos de planeacion estratégica para garantizar decisiones
oportunas basadas en evidencia.

Es pertinente dirigir acciones focalizadas hacia los territorios ubicados de manera
consistente en los clusters de bajo desempefio, especialmente en departamentos y municipios del
sur y oriente del pais. La evidencia sugiere que las brechas territoriales no evolucionan
espontaneamente hacia mejores niveles, por lo que se requiere una intervencion diferenciada y
sostenida, alineada con las dimensiones de mayor rezago.

Este estudio presenta algunas limitaciones inherentes al uso exclusivo de datos historicos
del Monitor RIAS, lo que restringe la capacidad del modelo para capturar factores estructurales y
operativos que influyen en el desempefio territorial. En consecuencia, se recomienda ampliar el
modelo incorporando variables adicionales que permitan mejorar la precision predictiva en
niveles locales. Variables como la disponibilidad de talento humano, la capacidad instalada, las
condiciones socioecondomicas y la inversion publica pueden aumentar el poder explicativo del
modelo y ofrecer una comprension mas completa de las dinamicas municipales e institucionales.

Finalmente, resulta conveniente desarrollar tableros interactivos que integren datos
historicos, predicciones y alertas tempranas, facilitando la interpretacion operativa por parte de
los equipos técnicos y territoriales. Adicionalmente, se sugiere realizar andlisis de sensibilidad y
simulacion de escenarios alternativos para evaluar el impacto de intervenciones especificas y

fortalecer la toma de decisiones basada en proyeccion y gestion anticipada del riesgo.
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Apéndices
Apéndice A

Analisis Exploratorio de Datos (EDA) — Monitor RIAS

#

# APENDICE A. ANALISIS EXPLORATORIO DE DATOS (EDA) - MONITOR RIAS

#

# --- Importacion de librerias necesarias ---
import pandas as pd

import numpy as np

import re

import os

import folium

import warnings

import matplotlib.pyplot as plt

import seaborn as sns

from prettytable import PrettyTable

from sklearn.preprocessing import StandardScaler
from sklearn.cluster import KMeans

from sklearn.decomposition import PCA

# Configuracion general

warnings.filterwarnings("ignore")
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os.environ["LOKY MAX CPU COUNT"]="12"

os.environ["OMP NUM THREADS"]="1"

#

#1. CARGA Y NORMALIZACION DE LOS DATOS

#

# Rutas de los archivos por nivel de desagregacion

archivos = {
"general": "BaseDatosMonitorRIAS/General.csv",
"departamento": "BaseDatosMonitorRIAS/Departamento.csv",
"municipio": "BaseDatosMonitorRIAS/Municipio.csv",

"depto_asegurador": "BaseDatosMonitorRIAS/Depto_Asegurador.csv"

# Cargar los DataFrames y tipificar variables
dfs = {}
for nombre, ruta in archivos.items():

df =pd.read_csv(ruta, sep=";', low_memory=False)

if "FechaCorte" in df.columns:

dff"FechaCorte"] = pd.to_datetime(df["FechaCorte"], format="%Y -%m-%d"

errors="coerce")

3
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if "Anual" in df.columns:

df["Anual"] = pd.to_numeric(df["Anual"], errors="coerce").astype(float)
if "CodDepartamento" in df.columns:

df["CodDepartamento"] = df["CodDepartamento"].astype("category")
if "CodMunicipio" in df.columns:

df["CodMunicipio"] = df["CodMunicipio"].astype("category")

dfs[nombre] = df

# Renombrar claves para consistencia
df general = dfs["general"]

df departamento = dfs["departamento"]
df municipio = dfs["municipio"]

df depto_asegurador = dfs["depto_asegurador"]

dfs = {
"General": df general,
"Departamento": df departamento,
"Municipio": df municipio,

"Depto_Asegurador": df depto_asegurador

# Mostrar estructura general
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tabla = PrettyTable()
tabla.field names = ["DataFrame", "Filas", "Columnas"]
for nombre, df in dfs.items():

filas, columnas = df.shape

tabla.add row([nombre, filas, columnas])

print(tabla)

#

# 2. DICCIONARIO DE VARIABLES

#

variables = |
("IdIndicador", "Identificador tnico asignado al indicador.", "Numérica", "Todos"),
("Nomlndicador", "Nombre del indicador.", "Texto", "Todos"),
("FechaCorte", "Periodo de referencia del calculo del indicador.", "Fecha", "Todos"),
("Anual", "Identifica si el dato corresponde a consolidado anual.", "Booleana", "Todos"),
("CodDepartamento", "Codigo DANE del departamento.", "Texto", "Depto, Mun,
Asegurador"),
("NomDepartamento", "Nombre del departamento.", "Texto", "Depto, Mun, Asegurador"),
("CodMunicipio", "Codigo DANE del municipio.", "Texto", "Municipio"),
("NomMunicipio", "Nombre del municipio.", "Texto", "Municipio"),
("CodAsegurador", "Cdédigo del asegurador en salud.", "Texto", "Asegurador"),

("NomAsegurador", "Nombre del asegurador en salud.", "Texto", "Asegurador"),
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("Numerador", "Total de registros que cumplen la condicion establecida.", "Numérica",
"Todos"),
("Denominador", "Poblacion o universo de referencia para el calculo.", "Numérica", "Todos"),

("Ind", "Valor porcentual resultante del calculo del indicador.", "Decimal", "Todos")

tabla = PrettyTable()
tabla.title = "Diccionario resumido de variables Monitor RIAS"

tabla.field names = ["Variable", "Definicion", "Tipo de dato", "DataFrames"]

for var, defin, tipo, df str in variables:

tabla.add_row([var, defin, tipo, df str])

print(tabla)

#

# 3. VALIDACION DE CALIDAD DE DATOS

#

# --- Conteo de registros por FechaCorte ---
conteos_list =[]
for nombre, df in dfs.items():

if "FechaCorte" in df.columns:



conteo = df.groupby("FechaCorte").size().reset index(name="Conteo")
conteo["DataFrame"] = nombre
conteos_list.append(conteo)

conteos_df = pd.concat(conteos_list, ignore index=True)

tabla = PrettyTable()
tabla.title = "Conteo por FechaCorte y DataFrame"
tabla.field names = ["DataFrame", "FechaCorte", "Conteo"]
for , row in conteos_df.iterrows():
tabla.add_row([row["DataFrame"], row["FechaCorte"], row["Conteo"]])

print(tabla)

# --- Variables con valores nulos ---
resumen_list =[]
for nombre, df in dfs.items():
total = len(df)
for col in df.columns:
nulos = dffcol].isna().sum()
if nulos > 0:
resumen_list.append({"DataFrame": nombre, "Variable": col, "Nulos": nulos, "Total":
total })

resumen_df = pd.DataFrame(resumen_list)
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tabla = PrettyTable()
tabla.title = "Columnas con valores nulos"
tabla.field names = ["DataFrame", "Variable", "Nulos", "Total"]
for , row in resumen_df.iterrows():
tabla.add row([row["DataFrame"], row["Variable"], row["Nulos"], row["Total"]])

print(tabla)

# --- Variables duplicadas ---
claves = {
"General": ["IdIndicador", "FechaCorte"],
"Departamento": ["IdIndicador", "FechaCorte", "CodDepartamento"],
"Municipio": ["IdIndicador", "FechaCorte", "CodDepartamento", "CodMunicipio"],

"Depto_Asegurador": ["IdIndicador", "FechaCorte", "CodDepartamento", "CodAsegurador"]

tabla = PrettyTable()
tabla.title = "Resumen de duplicados por DataFrame"

tabla.field names = ["DataFrame", "Columnas clave", "Duplicados"]

for nombre, cols in claves.items():
df = dfs[nombre]
dup = df.duplicated(subset=cols).sum()

"non

tabla.add_row([nombre, ", ".join(cols), dup])
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print(tabla)

#

# 4. VALIDACION DE INTEGRIDAD ENTRE NIVELES

#

def validar_agregaciones(df general, df departamento, df municipio, df depto_asegurador):
claves = ["IdIndicador", "FechaCorte", "Anual"]

resumenes = [ ]

def comparar(dfl, df2, nombrel, nombre2):
agg = df2.groupby(claves)[["Numerador", "Denominador"]].sum().reset_index()
comp = dfl.merge(agg, on=claves, suffixes=("", " agg"), how="inner"
comp["Dif Num"] = comp["Numerador"] - comp["Numerador agg"]

iguales = (comp["Dif Num"] == 0).sum()

resumenes.append([f"' {nombrel} vs {nombre2}", len(comp), iguales, len(comp) - iguales])

comparar(df general, df departamento, "General", "Departamentos")

comparar(df general, df municipio, "General", "Municipios")

comparar(df general, df depto_asegurador, "General", "Aseguradores")

tabla = PrettyTable()
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tabla.title = "Validacion de agregaciones jerarquicas"
tabla.field names = ["Comparacion", "Total", "Coinciden", "Difieren"]
for r in resumenes:

tabla.add row(r)

print(tabla)

validar agregaciones(df general, df departamento, df municipio, df depto asegurador)

#

# 5. VERIFICACION GEOGRAFICA

#

geo depto = pd.read csv("BaseDatosMonitorRIAS/GeoDepartamentos.csv", sep=";", dtype=str)

geo_mun = pd.read_csv("BaseDatosMonitorRIAS/GeoMunicipios.csv", sep=";", dtype=str)

def norm_code(x, width):
if pd.isna(x): return None
s =re.sub(r'"\D", "", str(x)).zfill(width)

return s

# Normalizar codigos DANE
df departamento["CodDepartamento"] = df departamento["CodDepartamento"].map(lambda x:

norm_code(x, 2))
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df municipio["CodMunicipio"] = df municipio["CodMunicipio"].map(lambda x: norm code(x,
5)
geo depto["Departamentold"] = geo depto["Departamentold"].map(lambda x: norm_code(x, 2))

geo mun["Municipiold"] = geo mun["Municipiold"].map(lambda x: norm_code(x, 5))

# Cruce y validacion
cods no_depto = sorted(set(df departamento["CodDepartamento"]) -
set(geo_depto["Departamentold"]))

cods no_mun = sorted(set(df municipio["CodMunicipio"]) - set(geo _mun["Municipiold"]))

print(f"Departamentos sin cruce: {len(cods _no_depto)}")

print(f"Municipios sin cruce: {len(cods no mun)}")

# Generar mapas
def generar mapa(df geo, lat col, lon_col, nombre, archivo):
m = folium.Map(location=[4.6, -74.1], zoom_start=5)
for , row in df geo.iterrows():
folium.CircleMarker(
location=[float(row[lat_col]), float(row[lon_col])],
radius=5, color="darkgreen", fill=True, fill color="lime", fill opacity=0.8
).add_to(m)
m.save(archivo)

print(f"Mapa guardado como {archivo}")
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generar_mapa(geo depto, "LatitudDepartamento", "LongitudDepartamento", "Departamentos",
"Departamentos Cruzados.html")
generar mapa(geo mun, "LatitudMunicipio", "LongitudMunicipio", "Municipios",

"Municipios Cruzados.html")

#

# 6. ANALISIS ESTADISTICO DEL INDICADOR (Ind)

#

resumen_list =[]
for nombre, df in dfs.items():
dff"Ind"] = pd.to_numeric(df["Ind"], errors="coerce"
desc = df["Ind"].describe(percentiles=[0.25, 0.5, 0.75])
resumen_list.append({
"DataFrame": nombre,
"Minimo": desc["min"],
"QI1": desc["25%"],
"Mediana": desc["50%"],
"Q3": desc["75%"],
"Maximo": desc["max"]

1)



print(pd.DataFrame(resumen_list))

# Boxplot y violin comparativo
frames = []
for nombre, df in dfs.items():
temp = df.copy()
temp["DataFrame"] = nombre
temp["Ind"] = pd.to_numeric(temp["Ind"], errors="coerce"
frames.append(temp[["DataFrame", "Ind"]])

df all = pd.concat(frames)

fig, axes = plt.subplots(2, 1, figsize=(12, 10), sharex=True)
sns.boxplot(x="DataFrame", y="Ind", data=df all, ax=axes[0], palette="Set3")
sns.violinplot(x="DataFrame", y="Ind", data=df all, ax=axes[1], palette="Set2",
inner="quartile")

plt.xticks(rotation=15)

plt.tight _layout()

plt.savefig("comparacion_indicadores.jpg", dpi=300)

plt.show()

#

# 7. CLUSTERIZACION Y ANALISIS TEMPORAL

#
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df filt=df general[df general["Anual"] == 0].copy()
df filt["Anio"] = pd.to_datetime(df filt["FechaCorte"]).dt.year

df filt = df filt{df fil[" Anio"] !=2025]

pivot =df filt.groupby(["NomlIndicador", "Anio"])["Ind"].mean().unstack().fillna(0)

X scaled = StandardScaler().fit_transform(pivot)

kmeans = KMeans(n_clusters=6, random_state=42, n_init=10)
clusters = kmeans.fit_predict(X scaled)

pivot["Cluster"] = clusters

# Visualizacion Heatmap

plt.figure(figsize=(14, 10))

sns.heatmap(pivot.drop(columns="Cluster"), cmap="Y1GnBu", linewidths=0.3)
plt.title("Tendencia de Indicadores por Afio y Clusters", weight="bold")
plt.tight _layout()

plt.savefig("heatmap_clusters.jpg", dpi=300)

plt.show()
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Apéndice B

Modelos Predictivos y Evaluacion — Nivel Nacional

#

# COMPRENSION Y ANALISIS DE LOS DATOS - MONITOR RIAS

#

# Se importan las librerias necesarias
import warnings

warnings.filterwarnings('ignore")

import pandas as pd
import numpy as np
import matplotlib.pyplot as plt

import seaborn as sns

from sklearn.model selection import train_test split
from sklearn.preprocessing import LabelEncoder, StandardScaler
from sklearn.linear model import LinearRegression, Ridge, Lasso, ElasticNet
from sklearn.tree import DecisionTreeRegressor
from sklearn.ensemble import (
RandomForestRegressor, GradientBoostingRegressor, ExtraTreesRegressor

)

from sklearn.neighbors import KNeighborsRegressor
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from sklearn.svm import SVR

from sklearn.neural network import MLPRegressor

from sklearn.metrics import r2_score, mean_absolute error, mean squared_error
from xgboost import XGBRegressor

from lightgbm import LGBMRegressor

from catboost import CatBoostRegressor

#

# COMPRENSION DE LOS DATOS

#

# Cargar el conjunto de datos general

df = pd.read_csv("BaseDatosMonitorRIAS/General.csv", sep=";', low_memory=False)

#

# PREPARACION DE LOS DATOS

#

# Conversion de fechas al formato de afo

dff"FechaCorte"] = pd.to_datetime(df["FechaCorte"], errors="coerce").dt.year

# Ajuste de tipos de datos

dff"IdIndicador"] = df["IdIndicador"].astype(str)
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df["Anual"] = df]"Anual"].astype(str)

# Eliminacion de filas con valores faltantes en variables clave

df = df.dropna(subset=["Ind", "FechaCorte", "IdIndicador", "Anual"])

# Filtrado de registros parciales o del afio no consolidado

df = dff(df]" Anual"] !="1") & (df"FechaCorte"] 1= 2025)]

# Definicion de variables predictoras (X) y variable objetivo (y)
X = dff["FechaCorte", "IdIndicador"]].copy()

y = df["Ind"]

# Codificacion de variable categorica
le_indicador = LabelEncoder()

X["IdIndicador"] = le_indicador.fit_transform(X["IdIndicador"])

# Escalamiento de variables predictoras
scaler = StandardScaler()

X scaled = scaler.fit_transform(X)

# Division del conjunto en entrenamiento (80%) y prueba (20%)
X train, X _test, y train, y test = train_test split(

X scaled, y, test_size=0.2, random_state=42



#

# MODELADO

#

# Implementacion de modelos de regresion supervisada

modelos = {
"Linear Regression": LinearRegression(),
"Ridge": Ridge(alpha=1.0),
"Lasso": Lasso(alpha=0.1),
"Elastic Net": ElasticNet(alpha=0.1, 11 _ratio=0.5),
"KNN Regressor": KNeighborsRegressor(n_neighbors=5),
"SVR": SVR(kernel="rbf"),
"Decision Tree": DecisionTreeRegressor(random_state=42),
"Random Forest": RandomForestRegressor(random_state=42),
"Extra Trees": ExtraTreesRegressor(random_state=42),
"Gradient Boosting": GradientBoostingRegressor(random_state=42),
"Neural Network (MLP)": MLPRegressor(

hidden_layer sizes=(64, 32), max_iter=3000, random_state=42

)
"XGBoost": XGBRegressor(

random_state=42,
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)

n_estimators=300,
learning_rate=0.05,
max_depth=6,
objective="reg:squarederror’,

verbosity=0

"LightGBM": LGBMRegressor(

)s

random_state=42,
n_estimators=300,
learning_rate=0.05,
num_leaves=31,

verbose=-1

"CatBoost": CatBoostRegressor(

verbose=0,
random_state=42,
iterations=300,
learning_rate=0.05,

depth=6

# Entrenamiento y evaluacion de modelos
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resultados = []

for nombre, modelo in modelos.items():
modelo.fit(X train, y train)

y_pred = modelo.predict(X _test)

r2 =12 _score(y_test, y_pred)
mae = mean_absolute error(y_test, y pred)
mse = mean_squared_error(y_test, y pred)

rmse = np.sqrt(mse)

resultados.append({
"Modelo": nombre,
"R2": 12,
"MAE": mae,
"MSE": mse,
"RMSE": rmse

1)

#

# EVALUACION

#

67



68

# Consolidacion y orden de resultados
resultados df = pd.DataFrame(resultados).sort values(by="R?",

ascending=False).reset index(drop=True)

print("\nComparativo de modelos supervisados de regresion:")

print(resultados_df.to string(index=False))

# Normalizacion de métricas para visualizacion comparativa

resultados_norm = resultados_df.copy()

resultados norm["MAE norm"] = resultados norm["MAE"] / resultados_norm["MAE"].max()
resultados norm["RMSE norm"] = resultados_norm["RMSE"] /

resultados norm["RMSE"].max()

resultados norm["MSE _ norm"] = resultados norm["MSE"] / resultados norm["MSE"].max()

# —
# Visualizacion de métricas comparativas

# —

plt.figure(figsize=(12,6))

sns.lineplot(data=resultados_norm, x="Modelo", y="R?", label="R?", marker='0")
sns.lineplot(data=resultados_norm, x="Modelo", y="MAE norm", label="MAE", marker='0")
sns.lineplot(data=resultados_norm, x="Modelo", y="RMSE norm", label="RMSE", marker='0")

sns.lineplot(data=resultados_norm, x="Modelo", y="MSE norm", label="MSE", marker='0")



plt.xticks(rotation=45, ha="right")

plt.ylabel("Valor (normalizado)")

plt.title("Comparativo de métricas de error por modelo")
plt.legend()

plt.grid(True, linestyle='--', alpha=0.5)

plt.tight layout()

plt.show()

# —

# Visualizacion en barras por métrica

# —

fig, axes = plt.subplots(2, 2, figsize=(14, 8))
fig.suptitle("Comparativo general de métricas por modelo - Nivel Nacional", fontsize=14,

fontweight="bold")

sns.barplot(ax=axes[0,0], data=resultados_df, x="Modelo", y="R?", palette="Blues d")
axes[0,0].set_title("Coeficiente de determinacion (R?)")

axes[0,0].tick params(axis="x', rotation=90)

sns.barplot(ax=axes[0,1], data=resultados_df, x="Modelo", y="MAE", palette="Oranges_d")
axes[0,1].set_title("Error absoluto medio (MAE)")

axes[0,1].tick params(axis="x', rotation=90)



sns.barplot(ax=axes[1,0], data=resultados_df, x="Modelo", y="RMSE", palette="Greens_d")
axes[1,0].set title("Raiz del error cuadratico medio (RMSE)")

1!

axes[1,0].tick params(axis='x', rotation=90)

sns.barplot(ax=axes[1,1], data=resultados_df, x="Modelo", y="MSE", palette="Reds_d")
axes[1,1].set_title("Error cuadratico medio (MSE)")

1!

axes[1,1].tick params(axis="x', rotation=90)

plt.tight layout(rect=[0, 0, 1, 0.95])

plt.show()

# —

# Comparacion de valores reales vs predichos

# —

fig, axes = plt.subplots(4, 4, figsize=(18, 18))
fig.suptitle("Comparacion de valores reales vs predichos", fontsize=15, fontweight="bold")

axes = axes.flatten()

for 1, (nombre, modelo) in enumerate(modelos.items()):
modelo.fit(X_train, y train)

y_pred = modelo.predict(X_test)
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sns.scatterplot(x=y_test, y=y pred, ax=axes[i], s=15, alpha=0.6)
axes[i].plot([y_test.min(), y test.max()], [y test.min(), y test.max()], 'r--")
axes[i].set_title(nombre, fontsize=9)

axes[i].set xlabel("Real")

axes[i].set_ylabel("Predicho")

plt.tight layout(rect=[0, 0, 1, 0.96])

plt.show()

# —

# Distribucion de residuos por modelo

# —

fig, axes = plt.subplots(4, 4, figsize=(18, 18))
fig.suptitle("Distribucion de residuos por modelo", fontsize=15, fontweight='bold")

axes = axes.flatten()

for i, (nombre, modelo) in enumerate(modelos.items()):
modelo.fit(X_train, y train)
y_pred = modelo.predict(X_test)

residuos =y test -y pred

sns.histplot(residuos, bins=20, kde=True, ax=axes[i], color="steelblue")

axes[i].axvline(0, color="red', linestyle="--")
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axes[i].set_title(nombre, fontsize=9)

axes[i].set xlabel("Residuo")

plt.tight layout(rect=[0, 0, 1, 0.96])

plt.show()

Apéndice C

Modelos Predictivos y Evaluacion — Nivel Departamental

#

# COMPRENSION Y ANALISIS DE LOS DATOS - NIVEL DEPARTAMENTAL

#

# Se importan las librerias necesarias
import warnings

warnings.filterwarnings(‘ignore')

import pandas as pd
import numpy as np
import matplotlib.pyplot as plt

import seaborn as sns

from sklearn.model selection import train_test_split

from sklearn.preprocessing import LabelEncoder, StandardScaler
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from sklearn.linear model import LinearRegression, Ridge, Lasso, ElasticNet
from sklearn.tree import DecisionTreeRegressor
from sklearn.ensemble import (
RandomForestRegressor, GradientBoostingRegressor, ExtraTreesRegressor
)
from sklearn.neighbors import KNeighborsRegressor
from sklearn.svm import SVR
from sklearn.neural network import MLPRegressor
from sklearn.metrics import r2_score, mean_absolute_error, mean_squared_error
from xgboost import XGBRegressor
from lightgbm import LGBMRegressor

from catboost import CatBoostRegressor

#

# COMPRENSION DE LOS DATOS

#

# Cargar el conjunto de datos departamental

df = pd.read_csv("BaseDatosMonitorRIAS/Departamento.csv", sep=";', low_memory=False)

#

# PREPARACION DE LOS DATOS

#
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# Conversion de fechas al formato de afio

df["FechaCorte"] = pd.to_datetime(df["FechaCorte"], errors="coerce").dt.year

# Ajuste de tipos de datos
df["CodDepartamento"] = df["CodDepartamento"].astype(str)
dff"IdIndicador"] = df]"IdIndicador"].astype(str)

dff"Anual"] = df[" Anual"].astype(str)

# Eliminacion de filas con valores faltantes en variables clave

df = df.dropna(subset=["Ind", "CodDepartamento", "FechaCorte", "IdIndicador", "Anual"])

# Filtrado de registros invalidos o no consolidados
df = df
(df["CodDepartamento"] !="-1") &
(df["Anual"] I="1") &

(df["FechaCorte"] = 2025)

# Definicion de variables predictoras (X) y objetivo (y)
X = df[["CodDepartamento", "FechaCorte", "IdIndicador"]].copy()

y = dff"Ind"]
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# Codificacion de variables categoricas

le depto = LabelEncoder()

le indicador = LabelEncoder()

X["CodDepartamento"] = le depto.fit transform(X["CodDepartamento"])

X["IdIndicador"] = le indicador.fit transform(X["IdIndicador"])

# Escalamiento de variables predictoras
scaler = StandardScaler()

X scaled = scaler.fit_transform(X)

# Division del conjunto en entrenamiento (80%) y prueba (20%)
X train, X test, y train, y_test = train_test split(

X scaled, y, test_size=0.2, random_state=42

#

# MODELADO

#

# Implementacion de modelos de regresion supervisada
modelos = {
"Linear Regression": LinearRegression(),

"Ridge": Ridge(alpha=1.0),
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"Lasso": Lasso(alpha=0.1),
"Elastic Net": ElasticNet(alpha=0.1, 11 _ratio=0.5),
"KNN Regressor": KNeighborsRegressor(n neighbors=5),
"SVR": SVR(kernel="rbf"),
"Decision Tree": DecisionTreeRegressor(random_state=42),
"Random Forest": RandomForestRegressor(random_state=42),
"Extra Trees": ExtraTreesRegressor(random_state=42),
"Gradient Boosting": GradientBoostingRegressor(random_state=42),
"Neural Network (MLP)": MLPRegressor(

hidden_layer sizes=(64, 32), max_iter=3000, random_state=42
),
"XGBoost": XGBRegressor(

random_state=42,

n_estimators=300,

learning_rate=0.05,

max_depth=06,

objective="reg:squarederror’,

verbosity=0
),
"LightGBM": LGBMRegressor(

random_state=42,

n_estimators=300,

learning_rate=0.05,



num_leaves=31,
verbose=-1

),

"CatBoost": CatBoostRegressor(
verbose=0,
random_state=42,
iterations=300,
learning_rate=0.05,

depth=6

# Entrenamiento y evaluacion de cada modelo

resultados = []

for nombre, modelo in modelos.items():
modelo.fit(X_train, y train)

y_pred = modelo.predict(X_test)

r2 =12 _score(y_test, y_pred)
mae = mean_absolute error(y_test, y pred)
mse = mean_squared_error(y_test, y pred)

rmse = np.sqrt(mse)
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resultados.append({
"Modelo": nombre,
"R2": 12,
"MAE": mae,
"MSE": mse,

"RMSE": rmse

1)

#

# EVALUACION

#

# Consolidacion y orden de resultados
resultados_df = pd.DataFrame(resultados).sort_values(by="R?",

ascending=False).reset_index(drop=True)

print("\nComparativo de modelos supervisados de regresion (Nivel Departamental):")

print(resultados_df.to_string(index=False))

# Normalizacion de métricas para visualizacion
resultados norm = resultados_df.copy()

resultados norm["MAE norm"] = resultados norm["MAE"] / resultados norm["MAE"].max()
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resultados norm["RMSE norm"] = resultados norm["RMSE"] /
resultados norm["RMSE"].max()

resultados norm["MSE norm"] = resultados norm["MSE"] / resultados norm["MSE"].max()

i —
# Visualizacion de métricas comparativas

# —

plt.figure(figsize=(12,6))

sns.lineplot(data=resultados_norm, x="Modelo", y="R?", label="R?", marker='0")
sns.lineplot(data=resultados_norm, x="Modelo", y="MAE norm", label="MAE", marker='0")
sns.lineplot(data=resultados_norm, x="Modelo", y="RMSE norm", label="RMSE", marker='0")

sns.lineplot(data=resultados_norm, x="Modelo", y="MSE norm", label="MSE", marker='0")

plt.xticks(rotation=45, ha="right')

plt.ylabel("Valor (normalizado)")

plt.title("Comparativo de métricas de error por modelo - Nivel Departamental")
plt.legend()

plt.grid(True, linestyle='--', alpha=0.5)

plt.tight _layout()

plt.show()

= —

# Graficos de barras comparativos de métricas
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# —

fig, axes = plt.subplots(2, 2, figsize=(14, 8))
fig.suptitle("Comparativo general de métricas por modelo - Nivel Departamental", fontsize=14,

fontweight='bold')

sns.barplot(ax=axes[0,0], data=resultados_df, x="Modelo", y="R?", palette="Blues d")
axes[0,0].set_title("Coeficiente de determinacion (R?)")

1!

axes[0,0].tick params(axis="x', rotation=90)

sns.barplot(ax=axes[0,1], data=resultados_df, x="Modelo", y="MAE", palette="Oranges_d")
axes[0,1].set_title("Error absoluto medio (MAE)")

1!

axes[0,1].tick params(axis="x', rotation=90)

sns.barplot(ax=axes[1,0], data=resultados_df, x="Modelo", y="RMSE", palette="Greens_d")
axes[1,0].set_title("Raiz del error cuadratico medio (RMSE)")

axes[1,0].tick params(axis="x', rotation=90)

sns.barplot(ax=axes[1,1], data=resultados_df, x="Modelo", y="MSE", palette="Reds d")
axes[1,1].set_title("Error cuadratico medio (MSE)")

axes[1,1].tick params(axis="x', rotation=90)

plt.tight_layout(rect=[0, 0, 1, 0.95])

plt.show()



# —

# Comparacion de valores reales vs predichos

# —

fig, axes = plt.subplots(4, 4, figsize=(18, 18))
fig.suptitle("Comparacion de valores reales vs predichos - Nivel Departamental", fontsize=15,
fontweight="bold")

axes = axes.flatten()

for i, (nombre, modelo) in enumerate(modelos.items()):
modelo.fit(X train, y_train)

y_pred = modelo.predict(X_test)

sns.scatterplot(x=y _test, y=y pred, ax=axes[i], s=15, alpha=0.6)
axes[i].plot([y_test.min(), y_test.max()], [y_test.min(), y_test.max()], 'r--")
axes[i].set_title(nombre, fontsize=9)
axes[i].set_xlabel("Real")
axes[i].set_ylabel("Predicho")

plt.tight _layout(rect=[0, 0, 1, 0.96])

plt.show()

= —

# Distribucion de residuos por modelo
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# —

fig, axes = plt.subplots(4, 4, figsize=(18, 18))
fig.suptitle("Distribucion de residuos por modelo - Nivel Departamental”, fontsize=15,
fontweight='bold')
axes = axes.flatten()
for 1, (nombre, modelo) in enumerate(modelos.items()):
modelo.fit(X train, y_train)
y_pred = modelo.predict(X_test)

residuos =y test -y pred

sns.histplot(residuos, bins=20, kde=True, ax=axes[1], color="steelblue")
axes[i].axvline(0, color="red', linestyle="--")
axes[i].set_title(nombre, fontsize=9)

axes[i].set_xlabel("Residuo")

plt.tight _layout(rect=[0, 0, 1, 0.96])

plt.show()
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Apéndice D

Modelos Predictivos y Evaluacion — Nivel Municipal

#

# COMPRENSION Y ANALISIS DE LOS DATOS - NIVEL MUNICIPAL

#

import warnings

warnings.filterwarnings('ignore")

import pandas as pd
import numpy as np
import matplotlib.pyplot as plt

import seaborn as sns

from sklearn.model selection import train_test split

from sklearn.preprocessing import LabelEncoder, StandardScaler

from sklearn.tree import DecisionTreeRegressor

from sklearn.ensemble import RandomForestRegressor, GradientBoostingRegressor
from sklearn.metrics import r2_score, mean_absolute_error, mean_squared_error
from xgboost import XGBRegressor

from lightgbm import LGBMRegressor

from catboost import CatBoostRegressor
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#

# COMPRENSION DE LOS DATOS

#

# Cargar el conjunto de datos municipal

df = pd.read csv("BaseDatosMonitorRIAS/Municipio.csv", sep=";', low memory=False)

#

# PREPARACION DE LOS DATOS

#

# Conversion de fechas al formato de afio

dff"FechaCorte"] = pd.to_datetime(df["FechaCorte"], errors="coerce").dt.year

# Ajuste de tipos de datos

dff"CodDepartamento"] = df["CodDepartamento"].astype(str)
dff"CodMunicipio"] = df["CodMunicipio"].astype(str)
dff"IdIndicador"] = df["IdIndicador"].astype(str)

dff"Anual"] = df[" Anual"].astype(str)

# Eliminacion de valores faltantes
df = df.dropna(subset=["Ind", "CodDepartamento", "CodMunicipio", "FechaCorte",

"IdIndicador", "Anual"])



# Filtrado de registros invalidos

df =dff
(dff"CodDepartamento"] !="-1") &
(df["Anual"] I="1") &

(df["FechaCorte"] 1= 2025)

# Definicion de variables predictoras (X) y objetivo (y)
X = df[["CodDepartamento", "CodMunicipio", "FechaCorte", "IdIndicador"]].copy()

y = df["Ind"]

# Codificacion de variables categoricas

le _depto = LabelEncoder()

le_muni = LabelEncoder()

le_indicador = LabelEncoder()

X["CodDepartamento"] = le_depto.fit_transform(X["CodDepartamento"])
X["CodMunicipio"] = le_muni.fit_transform(X["CodMunicipio"])

X["IdIndicador"] = le_indicador.fit_transform(X["IdIndicador"])

# Escalamiento de variables
scaler = StandardScaler()

X scaled = scaler.fit_transform(X)
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# Division del conjunto en entrenamiento (80%) y prueba (20%)
X train, X test, y train, y test = train_test split(

X scaled, y, test size=0.2, random_state=42

#

# MODELADO

#

# Se emplean los seis modelos con mejor desempefio general
modelos = {
"Decision Tree": DecisionTreeRegressor(random_state=42),
"Random Forest": RandomForestRegressor(random_state=42),
"Gradient Boosting": GradientBoostingRegressor(random_state=42),
"XGBoost": XGBRegressor(
random_state=42,
n_estimators=300,
learning_rate=0.05,
max_depth=6,
objective="reg:squarederror’,

verbosity=0

86



"LightGBM": LGBMRegressor(
random_state=42,
n_estimators=300,
learning_rate=0.05,
num_leaves=31,
verbose=-1

),

"CatBoost": CatBoostRegressor(
verbose=0,
random_state=42,
iterations=300,
learning_rate=0.05,

depth=6

# Entrenamiento y evaluacion

resultados = []

for nombre, modelo in modelos.items():

modelo.fit(X_train, y train)

y_pred = modelo.predict(X_test)

87



88

r2 =12 score(y_test, y pred)
mae = mean_absolute error(y test, y pred)
mse = mean_squared error(y_test, y pred)

rmse = np.sqrt(mse)

resultados.append({
"Modelo": nombre,
"R2": 12,
"MAE": mae,
"MSE": mse,

"RMSE": rmse

1)

#

# EVALUACION

#

# Consolidacion y orden de resultados
resultados_df = pd.DataFrame(resultados).sort_values(by="R?",

ascending=False).reset_index(drop=True)

print("\nComparativo de modelos supervisados de regresion - Nivel Municipal:")

print(resultados_df.to_string(index=False))
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# Normalizacion de métricas para visualizacion

resultados norm = resultados_df.copy()

resultados norm["MAE norm"] = resultados norm["MAE"] / resultados norm["MAE"].max()
resultados norm["RMSE norm"] = resultados norm["RMSE"] /

resultados norm["RMSE"].max()

resultados norm["MSE norm"] = resultados norm["MSE"] / resultados norm["MSE"].max()

# —

# Visualizacion de métricas comparativas

# —
plt.figure(figsize=(12,6))
sns.lineplot(data=resultados_norm, x="Modelo", y="R?", label="R?", marker='0")
sns.lineplot(data=resultados_norm, x="Modelo", y="MAE norm", label="MAE", marker='0")
sns.lineplot(data=resultados_norm, x="Modelo", y="RMSE norm", label="RMSE", marker='0")

sns.lineplot(data=resultados_norm, x="Modelo", y="MSE norm", label="MSE", marker='0")

plt.xticks(rotation=45, ha="right')

plt.ylabel("Valor (normalizado)")

plt.title("Comparativo de métricas de error por modelo - Nivel Municipal")
plt.legend()

plt.grid(True, linestyle='--', alpha=0.5)

plt.tight _layout()
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plt.show()

# —

# Graficos de barras comparativos de métricas

# —

fig, axes = plt.subplots(2, 2, figsize=(14, 8))
fig.suptitle("Comparativo general de métricas por modelo - Nivel Municipal", fontsize=14,

fontweight="bold")

sns.barplot(ax=axes[0,0], data=resultados_df, x="Modelo", y="R?", palette="Blues d")
axes[0,0].set_title("Coeficiente de determinacion (R?)")

axes[0,0].tick params(axis="x', rotation=90)

sns.barplot(ax=axes[0,1], data=resultados_df, x="Modelo", y="MAE", palette="Oranges_d")
axes[0,1].set_title("Error absoluto medio (MAE)")

axes[0,1].tick params(axis="x', rotation=90)

sns.barplot(ax=axes[1,0], data=resultados_df, x="Modelo", y="RMSE", palette="Greens_d")
axes[1,0].set_title("Raiz del error cuadratico medio (RMSE)")

axes[1,0].tick params(axis="x', rotation=90)

sns.barplot(ax=axes[1,1], data=resultados_df, x="Modelo", y="MSE", palette="Reds d")

axes[1,1].set_title("Error cuadratico medio (MSE)")



axes[1,1].tick params(axis='x', rotation=90)

plt.tight layout(rect=[0, 0, 1, 0.95])

plt.show()

# —

# Comparacion de valores reales vs predichos

# —

fig, axes = plt.subplots(2, 3, figsize=(18, 10))
fig.suptitle("Comparacion de valores reales vs predichos - Nivel Municipal", fontsize=15,
fontweight="bold")

axes = axes.flatten()

for i, (nombre, modelo) in enumerate(modelos.items()):
modelo.fit(X_train, y train)
y_pred = modelo.predict(X_test)
sns.scatterplot(x=y _test, y=y pred, ax=axes[i], s=15, alpha=0.6)
axes[i].plot([y_test.min(), y_test.max()], [y_test.min(), y_test.max()], 'r--")
axes[i].set_title(nombre, fontsize=9)
axes[i].set xlabel("Valor Real")

axes[i].set_ylabel("Valor Predicho")

plt.tight_layout(rect=[0, 0, 1, 0.96])
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plt.show()

# —

# Distribucion de residuos

# —

fig, axes = plt.subplots(2, 3, figsize=(18, 10))
fig.suptitle("Distribucion de residuos por modelo - Nivel Municipal", fontsize=15,
fontweight="bold")

axes = axes.flatten()

for i, (nombre, modelo) in enumerate(modelos.items()):
modelo.fit(X train, y_train)
y_pred = modelo.predict(X_test)
residuos =y _test -y pred
sns.histplot(residuos, bins=20, kde=True, ax=axes[i], color="steelblue")
axes[i].axvline(0, color="red', linestyle="--")
axes[i].set_title(nombre, fontsize=9)

axes[i].set_xlabel("Residuo")

plt.tight_layout(rect=[0, 0, 1, 0.96])

plt.show()

Apéndice E Modelos Predictivos y Evaluacion — Nivel Institucional
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#

# COMPRENSION Y ANALISIS DE LOS DATOS - NIVEL INSTITUCIONAL

(ASEGURADOR)

#

import warnings

warnings.filterwarnings('ignore")

import pandas as pd
import numpy as np
import matplotlib.pyplot as plt

import seaborn as sns

from sklearn.model selection import train_test split

from sklearn.preprocessing import LabelEncoder, StandardScaler

from sklearn.tree import DecisionTreeRegressor

from sklearn.ensemble import RandomForestRegressor, GradientBoostingRegressor
from sklearn.metrics import r2_score, mean_absolute_error, mean_squared_error
from xgboost import XGBRegressor

from lightgbm import LGBMRegressor

from catboost import CatBoostRegressor
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# COMPRENSION DE LOS DATOS

#

# Cargar el conjunto de datos institucional (asegurador)
df = pd.read csv("BaseDatosMonitorRIAS/Depto Asegurador.csv", sep=";',

low memory=False)

#

# PREPARACION DE LOS DATOS

#

# Conversion de fechas al formato de afio

dff"FechaCorte"] = pd.to_datetime(df["FechaCorte"], errors="coerce").dt.year

# Ajuste de tipos de datos

dff"CodDepartamento"] = df["CodDepartamento"].astype(str)
dff"CodAsegurador"] = df["CodAsegurador"].astype(str)
dff"IdIndicador"] = df["IdIndicador"].astype(str)

dff"Anual"] = df[" Anual"].astype(str)

# Eliminacion de valores faltantes
df = df.dropna(subset=["Ind", "CodDepartamento", "CodAsegurador", "FechaCorte",

"IdIndicador", "Anual"])



# Filtrado de registros invalidos

df =dff
(dff"CodDepartamento"] !="-1") &
(df["Anual"] I="1") &

(df["FechaCorte"] 1= 2025)

# Definicion de variables predictoras (X) y objetivo (y)
X = df[["CodDepartamento", "CodAsegurador", "FechaCorte", "IdIndicador"]].copy()

y = df["Ind"]

# Codificacion de variables categoricas

le _depto = LabelEncoder()

le_aseg = LabelEncoder()

le_indicador = LabelEncoder()

X["CodDepartamento"] = le_depto.fit_transform(X["CodDepartamento"])
X["CodAsegurador"] = le_aseg.fit_transform(X["CodAsegurador"])

X["IdIndicador"] = le_indicador.fit_transform(X["IdIndicador"])

# Escalamiento de variables
scaler = StandardScaler()

X scaled = scaler.fit_transform(X)
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# Division del conjunto en entrenamiento (80%) y prueba (20%)
X train, X test, y train, y test = train_test split(

X scaled, y, test size=0.2, random_state=42

#

# MODELADO

#

# Se emplean los seis modelos con mejor desempefio general
modelos = {
"Decision Tree": DecisionTreeRegressor(random_state=42),
"Random Forest": RandomForestRegressor(random_state=42),
"Gradient Boosting": GradientBoostingRegressor(random_state=42),
"XGBoost": XGBRegressor(
random_state=42,
n_estimators=300,
learning_rate=0.05,
max_depth=6,
objective="reg:squarederror’,

verbosity=0
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"LightGBM": LGBMRegressor(
random_state=42,
n_estimators=300,
learning_rate=0.05,
num_leaves=31,
verbose=-1

),

"CatBoost": CatBoostRegressor(
verbose=0,
random_state=42,
iterations=300,
learning_rate=0.05,

depth=6

# Entrenamiento y evaluacion

resultados = []

for nombre, modelo in modelos.items():

modelo.fit(X_train, y train)

y_pred = modelo.predict(X_test)
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r2 =12 score(y_test, y pred)
mae = mean_absolute error(y test, y pred)
mse = mean_squared error(y_test, y pred)

rmse = np.sqrt(mse)

resultados.append({
"Modelo": nombre,
"R2": 12,
"MAE": mae,
"MSE": mse,

"RMSE": rmse

1)

#

# EVALUACION

#

# Consolidacion y orden de resultados
resultados_df = pd.DataFrame(resultados).sort_values(by="R?",

ascending=False).reset_index(drop=True)

print("\nComparativo de modelos supervisados de regresion - Nivel Asegurador:")

print(resultados_df.to_string(index=False))
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# Normalizacion de métricas para visualizacion

resultados norm = resultados_df.copy()

resultados norm["MAE norm"] = resultados norm["MAE"] / resultados norm["MAE"].max()
resultados norm["RMSE norm"] = resultados norm["RMSE"] /

resultados norm["RMSE"].max()

resultados norm["MSE norm"] = resultados norm["MSE"] / resultados norm["MSE"].max()

# —

# Visualizacion de métricas comparativas

# —
plt.figure(figsize=(12,6))
sns.lineplot(data=resultados_norm, x="Modelo", y="R?", label="R?", marker='0")
sns.lineplot(data=resultados_norm, x="Modelo", y="MAE norm", label="MAE", marker='0")
sns.lineplot(data=resultados_norm, x="Modelo", y="RMSE norm", label="RMSE", marker='0")

sns.lineplot(data=resultados_norm, x="Modelo", y="MSE norm", label="MSE", marker='0")

plt.xticks(rotation=45, ha="right')

plt.ylabel("Valor (normalizado)")

plt.title("Comparativo de métricas de error por modelo - Nivel Asegurador")
plt.legend()

plt.grid(True, linestyle="--', alpha=0.5)

plt.tight _layout()
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plt.show()

# —

# Graficos de barras comparativos de métricas

# —

fig, axes = plt.subplots(2, 2, figsize=(14, 8))
fig.suptitle("Comparativo general de métricas por modelo - Nivel Asegurador", fontsize=14,

fontweight="bold")

sns.barplot(ax=axes[0,0], data=resultados_df, x="Modelo", y="R?", palette="Blues d")
axes[0,0].set_title("Coeficiente de determinacion (R?)")

axes[0,0].tick params(axis="x', rotation=90)

sns.barplot(ax=axes[0,1], data=resultados_df, x="Modelo", y="MAE", palette="Oranges_d")
axes[0,1].set_title("Error absoluto medio (MAE)")

axes[0,1].tick params(axis="x', rotation=90)

sns.barplot(ax=axes[1,0], data=resultados_df, x="Modelo", y="RMSE", palette="Greens_d")
axes[1,0].set_title("Raiz del error cuadratico medio (RMSE)")

axes[1,0].tick params(axis="x', rotation=90)

sns.barplot(ax=axes[1,1], data=resultados_df, x="Modelo", y="MSE", palette="Reds d")

axes[1,1].set_title("Error cuadratico medio (MSE)")
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axes[1,1].tick params(axis='x', rotation=90)

plt.tight layout(rect=[0, 0, 1, 0.95])

plt.show()

# —

# Comparacion de valores reales vs predichos

# —

fig, axes = plt.subplots(2, 3, figsize=(18, 10))
fig.suptitle("Comparacion de valores reales vs predichos - Modelos Aseguradores", fontsize=15,
fontweight="bold")

axes = axes.flatten()

for i, (nombre, modelo) in enumerate(modelos.items()):
modelo.fit(X_train, y train)
y_pred = modelo.predict(X_test)
sns.scatterplot(x=y _test, y=y pred, ax=axes[i], s=15, alpha=0.6)
axes[i].plot([y_test.min(), y_test.max()], [y_test.min(), y_test.max()], 'r--")
axes[i].set_title(nombre, fontsize=9)
axes[i].set xlabel("Valor Real (Ind)")

axes[i].set_ylabel("Valor Predicho")

plt.tight_layout(rect=[0, 0, 1, 0.96])
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plt.show()

# —

# Distribucion de residuos

# —

fig, axes = plt.subplots(2, 3, figsize=(18, 10))
fig.suptitle("Distribucion de residuos por modelo - Nivel Asegurador", fontsize=15,
fontweight="bold")

axes = axes.flatten()

for i, (nombre, modelo) in enumerate(modelos.items()):
modelo.fit(X train, y_train)
y_pred = modelo.predict(X_test)
residuos =y _test -y pred
sns.histplot(residuos, bins=20, kde=True, ax=axes[i], color="steelblue")
axes[i].axvline(0, color="red', linestyle="--")
axes[i].set_title(nombre, fontsize=9)

axes[i].set_xlabel("Residuo")

plt.tight_layout(rect=[0, 0, 1, 0.96])

plt.show()
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Apéndice F

Proyeccion de Resultados y Modelo Combinado por Votacion

#

# PREDICCION DE ANOS PROXIMOS (2025-2027) CON MODELO COMBINADO

#

# Seleccionar los tres mejores modelos segiin R?
mejores_modelos = resultados_df.nlargest(3, "R?")["Modelo"].tolist()

print(f"\nModelos seleccionados para la votaciéon combinada: {mejores_modelos}")

# Crear diccionario con pesos proporcionales a su R?
pesos = resultados_df.set_index("Modelo").loc[mejores_modelos]["R>"]
pesos = pesos / pesos.sum()

print("\nPesos asignados segiin R*:\n", pesos)

# Instanciar los modelos seleccionados

modelos_votacion = {nombre: modelos[nombre] for nombre in mejores modelos}

# Entrenar los modelos seleccionados

for nombre, modelo in modelos_votacion.items():

modelo.fit(X_train, y train)

# Crear combinaciones futuras (afios 2025-2027)



anios_futuros = [2025, 2026, 2027]

indicadores cod = le indicador.transform(le indicador.classes )

futuro = pd.DataFrame(
[(anio, ind) for anio in anios_futuros for ind in indicadores cod],

columns=["FechaCorte", "IdIndicador"]

# Escalar variables futuras

futuro_scaled = scaler.transform(futuro)

# Obtener predicciones individuales de cada modelo
predicciones_modelos = {}
for nombre, modelo in modelos_votacion.items():

predicciones_modelos[nombre] = modelo.predict(futuro_scaled)

# Calcular prediccion final mediante votacion ponderada
futuro["Prediccion_Ind"] = sum(

predicciones_modelos[nombre] * pesos[nombre] for nombre in mejores_modelos

# Decodificar IdIndicador a nombres originales

futuro["IdIndicador"] = le_indicador.inverse_transform(futuro["IdIndicador"])

104



105

# Incorporar nombres desde el dataset original
mapa nombres = (
df[["IdIndicador", "NomlIndicador"]]
.drop duplicates(subset=["IdIndicador"])
.dropna(subset=["NomlIndicador"])

)

futuro = futuro.merge(mapa_nombres, on="IdIndicador", how="left")

# Combinar datos historicos y proyecciones

historico = df[["FechaCorte", "IdIndicador", "NomIndicador", "Ind"]].copy()
historico.rename(columns={"Ind": "Resultado"}, inplace=True)
futuro.rename(columns={"Prediccion_Ind": "Resultado"}, inplace=True)

df total = pd.concat([historico, futuro], ignore _index=True)

#

# ASEGURAR COBERTURA COMPLETA DE INDICADORES Y ANOS

#

indicadores_unicos = df total["NomIndicador"].unique()

anios_completos = sorted(df total["FechaCorte"].unique())

# Crear malla completa Indicador X Afio

malla = pd.Multilndex.from_product(
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[indicadores unicos, anios completos],
names=["NomlIndicador", "FechaCorte"]

).to_frame(index=False)

# Unir con datos reales/predichos

df completo = malla.merge(df total, on=["NomlIndicador", "FechaCorte"], how="left")

# Crear tabla pivote

pivot = df completo.pivot table(
index="NomlIndicador",
columns="FechaCorte",
values="Resultado",

_n

aggfunc="mean"

).sort_index()

# Ordenar por valor proyectado en 2027
if 2027 in pivot.columns:

orden 2027 = pivot[2027].sort_values(ascending=False)

pivot = pivot.loc[orden 2027.index]

#

# VISUALIZACION: HEATMAP HISTORICO Y PROYECTADO (2018-2027)

#

plt.figure(figsize=(13, 10))
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sns.heatmap(
pivot,
cmap="Y1GnBu",
linewidths=0.3,
cbar kws={'label': 'Resultado del indicador'},
vmin=0, vmax=100
)
# Linea separadora visual entre datos historicos y proyecciones
if 2024 in pivot.columns:
plt.axvline(x=list(pivot.columns).index(2024) + 0.5, color="red', linestyle="--', Iw=1.2)
plt.title("Proyeccion combinada de resultados del Monitor RIAS (2018-2027)")
plt.xlabel("Afio"
plt.ylabel("Indicador")
plt.tight _layout()

plt.show()

#

# TABLA DE VALORES PROYECTADOS 2025-2027

#

proyecciones = (
pivot[[2025, 2026, 2027]]
reset_index()

.sort_values(by=2027, ascending=False)



108

print("\nPredicciones promedio por indicador (votacidén ponderada, afios 2025-2027):")

print(proyecciones.round(2).to_string(index=False))
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